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Resumen
Palabras Clave: Inteligencia Arti�cial, extracci�on de caracte-

r��sticas, aprendizaje autom�atico, LFP, cerebro, red neuronal, serie
de tiempo, predicci�on, neuronas.

La extracci�on de informaci�on a partir de la actividad neuronal,
es un tema que est�a siendo ampliamente estudiado con diversos
prop�ositos c�omo la creaci�on de nuevos dispositivos y expandir el
conocimiento sobre el funcionamiento del sistema nervioso y el ce-
rebro en particular.
La presente investigaci�on plantea el an�alisis de la actividad cere-
bral de ratas, medida utilizando la t�ecnica de Potenciales de Cam-
po Local con el �n de extraerle caracter��sticas que funcionen como
entradas a algoritmos de aprendizaje autom�atico para predecir el
�angulo al cual se dirige la cabeza del sujeto a partir de dichas se-
~nales neuronales.
Los datos fueron tomados de las sesiones de grabaci�on 765 y 771
realizadas en el laboratorio Buzaki Lab. En ellas se colocaron 99
electrodos en el hipocampo y t�alamo de una rata que se ubicaba e
incentivaba a desplazarse en tal espacio. Dichas regiones cerebra-
les contienen c�elulas de direcci�on de la cabeza que son relacionadas
con el sentido de orientaci�on.
El proyecto se divide en la exploraci�on, limpieza y preparaci�on del
conjunto de datos a utilizar; la implementaci�on de los algoritmos
de predicci�on y �nalmente se discuten los resultados.
Se escogen tres tipos de redes neuronales para realizar la predic-
ci�on: cl�asica, convolucional y una Long Short-Term Memory. Todas
las redes propuestas logran predecir �angulos entre 0 y 360 grados,
con pocas excepciones. La LSTM fue la que produjo el menor error
con respecto a los valores reales. Ninguna logr�o obtener prediccio-
nes con�ables, ya que el Error Absoluto Medio m�as bajo en datos
de prueba fue de 78°, obtenido con la LSTM.
Se logra demostrar que los datos obtenidos contienen informaci�on
de c�elulas de direcci�on de la cabeza al observar un pico de actividad
claro en sus respectivos �angulos de preferencia, lo cual indica que
existe relaci�on directa entre los LFPs y el �angulo al cu�al se dirige
el sujeto y es viable predecir los �angulos con cierta exactitud.
Finalmente se concluye que la mejor opci�on entre las redes neuro-
nales para continuar la investigaci�on y mejorar la predicci�on de los
�angulos a partir de se~nales de LFPs es la LSTM utilizando datos
diezmados a 39.06Hz.
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1 Introducci�on

1.1 Planteamiento del Problema

El cerebro ha sido estudiado de manera funcional a trav�es de los a~nos utilizan-
do t�ecnicas como encefalogramas (EEG), que permiten observar las regiones
del cerebro con m�as actividad el�ectrica mientras el sujeto realiza una deter-
minada acci�on. Al ser un m�etodo poco invasivo, es uno de los m�as utilizados
para el estudio de este �organo del sistema nervioso. Sin embargo, presenta el
inconveniente de que sus datos adquiridos, contienen actividad de distintas
regiones del cerebro, as�� como otras se~nales no deseadas de �organos como el
coraz�on, movimiento ocular, m�usculos, as�� como interferencia captada por los
electrodos y el sistema de adquisici�on. Dichas se~nales no deseadas son conoci-
dos como artefactos, y se han desarrollado t�ecnicas para reconocer y �ltrarlos
para obtener los datos de la regi�on de inter�es. (Sornmo y Laguna, 2005)

Por otro lado, si el objetivo es sensar y manipular se~nales de actividad
neuronal en un �area particular del sistema nervioso, existen otras t�ecnicas de
adquisici�on como Local Field Potentials (LFP), las cuales contienen muchos
menos artefactos, con la desventaja de que la colocaci�on de los electrodos es
un procedimiento m�as invasivo para el sujeto.

Comprender con m�as detalle la informaci�on contenida en adquisiciones de
LFP, permitir��a proporcionar terapias de Deep Brain Stimulation (DBS) mejor
localizadas, y que modi�quen el comportamiento de las neuronas estimuladas
de manera �optima. Adem�as permitir��a simpli�car y automatizar parte del
proceso de con�guraci�on de los programas de estimulaci�on para pacientes con
enfermedades como Parkinson, diston��a, dolor cr�onico, entre otros.

Utilizando se~nalesLocal Field Potentials (LFP) se propone identi�car la
relaci�on entre la actividad el�ectrica de un conjunto de neuronas dedicadas al
sentido de orientaci�on, y la direcci�on a la cual se dirige la cabeza del sujeto.
Las se~nales a utilizar son tomados de un banco de datos en la cual utilizan
ratas para el experimento.

Se extraer�a un conjunto de caracter��sticas de los datos los cuales se ali-
mentar�an como entrada para el entrenamiento de algoritmos de aprendizaje
autom�atico supervisado. Espec���camente, se propondr�an dos topolog��as dis-
tintas de redes neuronales (NN) con el �n de determinar si es posible obtener
la informaci�on angular de la cabeza de la rata a partir de se~nales el�ectricas
provenientes de una secci�on espec���ca del cerebro.

1
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1.2 Antecedentes

La investigaci�on sobre la actividad cerebral ha sido desarrollada utilizando
principalmente se~nales de electroencefalogramas (EEG) ya que se considera
poco invasiva. Lo anterior dado que los electrodos de adquisici�on se localizan
sobre el cuero cabelludo. La colocaci�on de los electrodos se hace de acuerdo
con el Sistema Internacional 10/20 de adquisici�on de datos EEG, basada en
los puntos craneom�etricos (Cavelli, 2017).

Gracias a este mecanismo de adquisici�on, se ha logrado recolectar gran can-
tidad de datos de actividad el�ectrica del cerebro humano, que ha permitido la
investigaci�on de reconocimiento de patrones en estas se~nales, en �areas de rob�o-
tica, pr�otesis, y dem�as. Por ejemplo, la detecci�on de convulsiones epil�epticas
en se~nales EEG utilizando Redes Neuronales Recurrentes (RNN) por (Naderi
y Mahdavi-Nasab, 2010). Por otro lado, se han realizado investigaciones so-
bre Interfaces cerebro-m�aquina (BMI) para desarrollar aplicaciones m�oviles de
mensajer��a basados en deletreadores a partir de se~nales EEG (Jayabhavani et
al., 2013).

La investigaci�on de (He et al., 2016) propone un BMI basado en comandos
de se~nales EEG para controlar distintos actuadores de una pr�otesis rob�otica de
un brazo. Este experimento graba, �ltra, extrae las caracter��sticas esenciales y
clasi�ca las se~nales EEG, para posteriormente enviarlas a trav�es de Bluetooth
los comandos aencodersy giroscopios en el brazo rob�otico. Tambi�en, fueron
capaces de adquirir informaci�on de posici�on, velocidad y aceleraci�on en tiempo
real del movimiento de las articulaciones para hacer ajustes de las se~nales de
control.

Sin embargo, t�ecnicas de adquisici�on como EEG o NIRS, presentan el
inconveniente de que al utilizar electrodos de mucha �area, que adem�as se co-
locan en la super�cie de la cabeza, se obtienen se~nales con muchos artefactos
provenientes de otros �organos como el latido del coraz�on, la respiraci�on, el
movimiento de los ojos. Artefactos que son relacionados al sistema de adqui-
sici�on como interferencia electromagn�etica (EMI) captados por los electrodos.
Pero principalmente, a�un aislando y �ltrando los artefactos, la adquisici�on de
las se~nales cerebrales contendr�an informaci�on de distintas partes del cerebro.
De forma que permiten identi�car cu�al parte del cerebro presenta m�as acti-
vidad ante un determinado est��mulo, pero no es posible obtener con detalle
el comportamiento de esta secci�on particular del cerebro. (Sornmo y Laguna,
2005)

Es para resolver este problema que se comienza a investigar sobre adqui-
sici�on a una menor escala, que permita una adquisici�on m�as detallada y de
menor potencia como lo son las se~nales LFP e ECAP. Sin embargo, ha sido
utilizada en menor medida ya que el procedimiento para la colocaci�on de los
electrodos es m�as invasiva que EEG. Y adem�as, la tecnolog��a de adquisici�on
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fue concebida muy recientemente a trav�es de estimuladores neuronales para
DBS que no solo tienen la capacidad de entrega de terapia, sino tambi�en de
sensado.

Entre las investigaciones m�as importantes sobre reconocimiento de patro-
nes en se~nales de LFP se encuentra la de (Islam et al., 2017), quienes obtuvie-
ron datos de personas con Diston��a o Parkinson presionando voluntariamente
un bot�on, con ambos dedos ��ndices (izquierdo y derecho).

Ellos utilizaron tres topolog��as de redes neuronales distintas para reconocer
a cu�al dedo correspond��a cada se~nal adquirida:Feedforward Backpropagation
Arti�cial Neural Network (FBANN), Radial Basis Function Neural Network
(RBFNN) y Probabilistic Neural Network (PNN), cuyos resultados se someten
a una votaci�on por mayor��a y as�� se determina el resultado �nal de la clasi�-
caci�on. Finalmente obtuvieron un rendimiento de 0;671� 0;14 al clasi�car los
datos entre movimientos con el dedo izquierdo o derecho.

Una aproximaci�on a interpretar datos LFP utilizando algoritmos de AI no
supervisado es la de (Jackson y Hall, 2017) quienes escogieron los m�etodos
de biomimetic decoding y biofeedback learningpara obtener la informaci�on
cinem�atica de la corteza motora en monos.

Por otro lado, (Mizuseki et al., 2014) recolectaron datos de LFP de dis-
tintas regiones del Hipocampo y la Corteza Entorrinal de 11 ratas mientras
realizaban 1 de 8 comportamientos. Dicha investigaci�on buscaba recolectar
datos para investigaciones posteriores como vincular la actividad el�ectrica del
conjunto de neuronas de inter�es, con la direcci�on del movimiento de la cabeza
del animal. Adem�as de intentar probar la hip�otesis de que la informaci�on de
las c�elulas de direcci�on de la cabeza deb��a persistir a trav�es de las distintas
etapas del sue~no.(Peyrache et al., 2015)

El banco de datos recolectado del art��culo mencionado anteriormente es el
que se escoge para llevar a cabo la presente investigaci�on, ya que tiene varias
de las caracter��sticas deseadas como la disponibilidad de datos etiquetados,
la cual deb��a de tener la su�ciente cantidad de ejemplos para entrenar una
red neuronal. Adem�as, tiene datos de LFP relacionados a movimiento y a
su vez los datos del �angulo de direcci�on de la cabeza que se usar�an como
las etiquetas para el entrenamiento. Finalmente, dichos datos provienen del
laboratorio Buz�aki Labs que tiene vasta experiencia en temas de recolecci�on
de datos cerebrales, lo cual aumenta la con�abilidad del origen de los datos a
utilizar.

Entre las investigaciones realizadas en la Escuela de Ingenier��a El�ectrica
de la UCR, se han tratado temas de imaginer��a motora y sistemas EEG. El
profesor Dr. rer. nat. Francisco Siles Canales fund�o el Laboratorio de Reconoci-
miento de Patrones y Sistemas Inteligentes (PRIS-Lab) quienes han realizado
investigaciones dirigidas en interfaces cerebro-computadoras (BCI), utilizaci�on
de algoritmos de aprendizaje autom�atico en aplicaciones como clasi�caci�on au-
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tom�atica de c�elulas cancer��genas, la mejora de se~nales degradadas con ruido
en aplicaciones de habla y clasi�caci�on autom�atica de jugadores de f�utbol a
partir de video digital (PRIS-Lab, 2019).

Algunos de los proyectos realizados por este laboratorio relacionados a se-
~nales cerebrales son:
La investigaci�on de Eli�ecer Ag •uero (Aguero, 2013), quien realiz�o su tesis sobre
un deletreador utilizando se~nales de EEG con electrodos activos en el cual de-
termin�o que el uso de electrodos pasivos da mejores resultados. Los estudiantes
Juan Jos�e Delgado (Delgado, 2018) y Andrea Salazar (Salazar, 2018) realiza-
ron sus trabajos de graduaci�on de bachillerato sobre la imaginer��a motora.
Trabajaron en la clasi�caci�on de los datos del primer y segundo experimento
de (Shin et al., 2017) respectivamente, y utilizaron la densidad espectral de
potencia como m�etodo de clasi�caci�on. J. Shin gener�o un conjunto de datos
h��brida para Brain-Computer Interface (BCI), utilizando NIRS y EEG. Rea-
lizaron dos experimentos, el primero consist��a en imaginer��a motora del brazo
izquierdo contra el derecho. El segundo comparaba la actividad cerebral de un
individuo realizando c�alculos aritm�eticos contra cuando se est�a en descanso
(Shin et al., 2017). Para sus experimentos, colaboraron 30 sujetos.

1.3 Justi�caci�on

Actualmente la terapia basada en impulsos el�ectricos para contrarrestar se~na-
les indeseadas en el sistema nervioso como lo son el dolor cr�onico, diston��a o la
enfermedad de Parkinson, conocidas como SCS y DBS respectivamente, son
programadas manualmente por el m�edico en varias sesiones con el paciente
(Arle y Shils, 2011). El proceso de personalizaci�on de la terapia puede tar-
dar varios meses despu�es de implantado el neuromodulador, lo cual representa
tambi�en un esfuerzo monetario importante por parte del usuario.

Uno de los factores que afecta la velocidad del proceso de programaci�on
adecuada de la terapia es la di�cultad de encontrar la combinaci�on correcta
de amplitud, ancho de pulso y frecuencia que atenuar�a de manera �optima la
se~nal indeseada. Es por esta raz�on que en las �ultimas d�ecadas se ha comen-
zado a investigar sobre formas de medir el comportamiento de las neuronas
que se desean estimular, primeramente sin terapia para comprender su com-
portamiento natural y conocer m�as a fondo la se~nales que provocan estas en-
fermedades. Y segundo, observar la respuesta de las c�elulas ante los impulsos
dosi�cados (se~nales ECAP).

Con la intenci�on de avanzar en el dise~no de sistemas de neuromodulaci�on
de lazo cerrado, distintas empresas de dispositivos m�edicos est�an investigando
y desarrollando la tecnolog��a para sensar los est��mulos naturales del siste-
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ma nervioso (LFP), as�� como su respuesta ante impulsos el�ectricos conocidos
(ECAP). Tambi�en se estudian algoritmos para clasi�car, predecir y reconocer
patrones en las se~nales anteriormente mencionadas para posteriormente ajus-
tar los par�ametros de la estimulaci�on hasta alcanzar la terapia m�as adecuada
para cada paciente.

Como fue mencionado anteriormente, ya se han realizado investigaciones
importantes en el �area de clasi�caci�on de se~nales LFP, por lo que el presente
trabajo busca diferenciarse de los antecedentes del proyecto en los siguientes
aspectos:

ˆ Se de�nir�a una t�ecnica de extracci�on de caracter��sticas adecuada para
potenciar la informaci�on contenida en se~nales de Potenciales de Campo
Local (LFP).

ˆ Se propondr�a el uso de dos topolog��as de redes neuronales para la clasi-
�caci�on de se~nales de LFP.

1.4 Hip�otesis

Se plantea que es posible predecir con un alto porcentaje de exactitud la direc-
ci�on (�angulo) hacia la cual se dirige la cabeza de ratas, a partir de la actividad
el�ectrica de un conjunto de neuronas ubicado espec���camente en el t�alamo
cerebral utilizando se~nales deLocal Field Potentials. Dicha regi�on del cerebro
se encarga de la ubicaci�on y orientaci�on espacial del sujeto. El experimento
se plantea bas�andose en el uso de t�ecnicas de extracci�on de caracter��sticas y
redes neuronales.

Lo anterior con el objetivo de determinar si es posible desarrollar mejoras
en sistemas para tratamiento de enfermedades como S��ndrome de Parkinson,
Diston��a, dolor cr�onico, entre otros; capaces de reconocer patrones de la enfer-
medad y proporcionar alternativas de con�guraci�on de la terapia para reducir
el aporte del padecimiento al sistema nervioso.
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1.5 Objetivos

1.5.1 Objetivo General

Implementar un clasi�cador autom�atico de se~nales de Potencial de Campo
Local (LFP) utilizando redes neuronales.

1.5.2 Objetivos Espec���cos

1. De�nir una t�ecnica de extracci�on de caracter��sticas adecuada para ob-
tener el conjunto de datos de entrada para el algoritmo de clasi�caci�on
autom�atica.

2. Implementar dos topolog��as de Redes Neurales para la asociaci�on auto-
m�atica de se~nales de LFP y direcci�on de la cabeza del sujeto.

3. Comparar los resultados obtenidos de ambas redes neuronales, basado
en m�etricas de exactitud en la clasi�caci�on.

1.6 Alcances

El presente proyecto plantea evaluar la hip�otesis de que, a partir de se~nales
de actividad neuronal adquiridas de un conjunto espec���co de neuronas, es
posible extraer informaci�on sensorial y/o racional del sujeto.

Debido a la di�cultad de encontrar una base de datos de se~nales de LFP
de sujetos humanos, ya que el procedimiento de adquisici�on es muy invasivo,
se utilizar�a el banco de datos de (Mizuseki et al., 2013) que se compone de
mediciones deLocal Field Potentials en ratas.

De tal forma que, la presente investigaci�on se limita a determinar si es
posible obtener la direcci�on (en �angulos) a la cual se dirige la cabeza del
animal, a partir de se~nales neuronales de LFP provenientes espec���camente de
un conjunto de neuronas en el t�alamo del cerebro del sujeto.

Para esto, la investigaci�on se desarrollar�a en dos etapas: Primeramente se
prepar�a el banco de datos, para posteriormente de�nir una t�ecnica que permita
seleccionar el conjunto de caracter��sticas apropiado para el entrenamiento de
las redes neuronales.

Seguidamente, se delimitar�a la soluci�on del problema de clasi�caci�on a la
implementaci�on de algoritmos de inteligencia arti�cial de aprendizaje auto-
m�atico supervisado, espec���camente, dos topolog��as de redes neuronales. Lo
anterior, con el �n de comparar los resultados de ambas en t�erminos de preci-
si�on.
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1.7 Metodolog��a

La metodolog��a propuesta para llevar a cabo el presente proyecto se divide en
cuatro etapas principales, las cuales se detallan a continuaci�on:

ˆ Primera Etapa: Investigaci�on de m�etodos, t�ecnicas y algoritmos.

El proyecto a desarrollar consiste en la predicci�on de la direcci�on a la
cual se dirigen los sujetos, a partir de clasi�caci�on de se~nales de LFP.
Lo cu�al requiere la selecci�on de t�ecnicas de limpieza y extrapolaci�on de
datos, extracci�on de features, y algoritmos de aprendizaje autom�atico.
Por lo que debe realizarse una investigaci�on detallada y amplia del estado
de la cuesti�on en estas �areas del conocimiento, as�� como una cautelosa
deliberaci�on para escoger las t�ecnicas apropiadas en cada etapa.

Se propone estudiar varias opciones de t�ecnicas para cada etapa, para
posteriormente, mediante pruebas utilizando los recursos disponibles, y
tomando siempre en cuenta el tiempo y alcances �jados en el proyec-
to, seleccionar los algoritmos que mejor se ajusten a la necesidades e
intereses del proyecto.

Se utilizar�an revistas, libros, art��culos de investigaci�on, paginas web y
dem�as recursos bibliogr�a�cos para la recolecci�on de informaci�on acerca
del an�alisis de se~nales neuronales, especialmenteLocal Field Potentials,
prepraci�on y limpieza de datos, extracci�on de caracter��sticas, redes neu-
ronales, aprendizaje autom�atico supervisado y m�etricas de evaluaci�on de
los resultados que se obtengan, entre otros.

Se revisar�a el estado de la cuesti�on sobre las topolog��as de redes neu-
ronales m�as utilizadas para la clasi�caci�on de se~nales dependientes del
tiempo, se~nales provenientes del cerebro como LFP, an�alisis en frecuencia
y dem�as, con el �n de escoger al menos dos algoritmos para implementar.

ˆ Segunda Etapa: Preparaci�on de datos y extracci�on de caracter��sticas

Previo a la clasi�caci�on de se~nales, es necesario traducir los datos a un
formato que facilite su importaci�on, estandarizarlos (de ser requerido)
y limpiarlos de aquellos que est�en considerablemente fuera de la media
(outliers), ruido y artefactos. Posteriormente, se escoger�a una t�ecnica
de extracci�on de caracter��sticas esenciales de la se~nal para obtener un
subconjunto balanceado de datos, que contengan informaci�on relevante
y pueda utilizarse para predecir la etiqueta correctamente.

La t�ecnica de extracci�on de caracter��stica se evaluar�a al analizar el sub-
conjunto de datos resultantes, bas�andose en m�etricas cuantitativas como
correlaci�on y P Valores, entre otros.
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ˆ Tercera Etapa: Implementaci�on de las redes neuronales

Una vez seleccionado el algoritmo de aprendizaje autom�atico, se reali-
zar�an pruebas mediante variaciones en los par�ametros de topolog��a de
las redes neuronales tales como: cantidad de nodos por capa, n�umero
de capas, conexi�on entre nodos y capas. Adem�as de variaciones en los
par�ametros de entrenamiento de dicha red: iteracionesepochs, velocidad
de aprendizajelearning rate, tama~no del lotebatch de datos, n�umero de
batchesy dem�as. Se utilizar�an m�etricas que re
ejen, de forma apropia-
da, la cantidad de aciertos o porcentaje de error de la predicci�on, para
seleccionar la topolog��a y con�guraci�on �nal de la red neuronal.

ˆ Cuarta Etapa: An�alisis de resultados

Se comparar�an cuantitativamente los resultados de ambas topolog��as de
redes neuronales ante variaciones en el conjunto de datos seleccionado
para su entrenamiento, as�� como variaciones en la composici�on y proceso
de entrenamiento de las redes, como se mencion�o anteriormente.

1.8 Procedimiento de evaluaci�on

Para evaluar este proyecto se propone el siguiente procedimiento:

ˆ Los resultados correspondientes al primer objetivo se evaluar�an con ba-
se en m�etricas o referencias bibliogr�a�cas que permitan determinar si la
selecci�on e implementaci�on de la t�ecnica de extracci�on de caracter��sticas
utilizada proporciona �nalmente valores adecuados para el entrenamien-
to de las redes neuronales.

ˆ La evaluaci�on del segundo objetivo se dar�a mediante la presentaci�on
del c�odigo de programaci�on que implementa ambas topolog��as de redes
neuronales, la cuales, deber�an ser capaces de proporcionar una predicci�on
del �angulo de direcci�on de la cabeza bas�andose en las caracter��sticas del
banco de datos de LFP seleccionadas.

ˆ El an�alisis y la comparaci�on de los resultados obtenidos de la implemen-
taci�on de ambas topolog��as de NN ser�a el entregable del tercer objetivo.
Para esto, se establecer�an m�etricas que re
ejen apropiadamente la canti-
dad de aciertos o porcentaje de error en la predicci�on �nal del �angulo por
la red neuronal, y as��, seleccionar la red que presente mejores resultados
en t�erminos de rendimiento, exactitud o precisi�on.
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2.1 Actividad Cerebral

2.1.1 Potencial de Acci�on

En el cerebro existe un equilibrio el�ectrico entre el interior y exterior de las
neuronas que es de aproximadamente -70 mV (Barnett et al., 2007). Si se
produce un 
ujo de iones de sodio (Na+ ) hacia el interior de la c�elula lo su�-
cientemente grande se produce ladespolarizaci�on de la neurona. El interior
de esta termina m�as positivo en comparaci�on con su exterior, oblig�andola a
cerrar la compuerta de sodio de la membrana. Ya que se cre�o una diferencia
de potencial entre el exterior e interior de la c�elula con la despolarizaci�on,
�atomos de Potasio (K + ) son liberados hacia el exterior de la c�elula por su
respectiva compuerta. Sin embargo, este 
ujo de iones de potasio ocurre en
forma de frenes�� conocido comohiperpolarizaci�on , dejando salir m�as iones
de lo que se necesitaban para anular la diferencia de potencial. Esto crea una
diferencia de potencial de signo opuesto que cierra la compuerta de potasio,
llamando este procesorepolarizaci�on . Para que la neurona sea capaz de re-
cibir otra se~nal, es necesario dejar que los iones vuelvan a sus posiciones de
reposo, lo cual es posible gracias a lasbombas de potasio y sodio , quienes
necesitan de energ��a para llevar acabo el proceso de sacar 3 iones de sodio y
meter 2 de potasio a la c�elula. Raz�on por la cu�al el cerebro es un �organo que
consume mucha energ��a considerando la cantidad de interacciones neuronales
que ocurren en �el. Estas 3 etapas juntas se conocen como unpotencial de
acci�on . (Barnett et al., 2007)

Para que un potencial de acci�on se d�e, es necesario que se logre disminuir
la diferencia de potencial de -70mV a cerca de -55mV, entonces ocurrir�a la
despolarizaci�on dejando una diferencia de� 40mV lo que conlleva a la re-
polarizaci�on y a la etapa de reposo para volver al equilibrio de -70mV, como
se muestra en la �gura 2.1. Las acciones de potencial se mueven en una so-
la direcci�on del ax�on creando una corriente local de iones (Barnett et al.,
2007).

9
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Figura 2.1: Potencial de Acci�on. (Ramos, 2019)

2.1.2 Deep Brain Stimulation

La estimulaci�on de cerebro profundo (DBS) es una t�ecnica que descarga im-
pulsos el�ectricos con�gurados con una amplitud, una frecuencia y un ancho
de pulso determinados en una regi�on espec���ca del cerebro para tratar pa-
decimientos como el Mal de Parkinson, Tremor Esencial (Perlmutter et al.,
2006).

Esta t�ecnica saca provecho del fen�omeno de potencial de acci�on al inyectar
estos impulsos el�ectricos para estimular la despolarizaci�on de las neuronas
circundantes al electrodo y desencadenen potenciales de acci�on.

Los electrodos del Generador de Impulsos Implantable (IPG) deben ser
colocados en una regi�on espec���ca del cerebro dependiendo de la condici�on
que se busca tratar (Perlmutter et al., 2006):

ˆ Para Tremor Esencial (ET) se deben implantar los electrodos del dispo-
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sitivo en el n�ucleo intermedio ventral del t�alamo (VIM).

ˆ Parkinson: Se pueden estimular distintas �areas de acuerdo al efecto que
se desee producir. Si se estimula en el VIM se podr��a reducir el tremor
(temblor) en las extremidades, pero podr��a provocar efectos secunda-
rios en otras caracter��sticas de la enfermedad. Si se estimula el Globo
P�alido interno (GPi) se logra reducir casi todas las manifestaciones mo-
toras principales del PD (Parkinson Disease), incluyendo movimientos
involuntarios provocados por medicamentos. Estimular el GPi tambi�en
ayuda a reducir las manifestaciones de dolor y sensoriales del padeci-
miento, sin embargo no permite eliminar el uso de otros medicamentos
para tratar la condici�on.

ˆ N�ucleo subtal�amico (STN): El DBS aplicado en esta regi�on del cerebro
tiene reducci�on de s��ntomas motores similares al del GPi.

Tambi�en se ha investigado sobre los efectos de DBS para tratar Diston��a
y el Trastorno Obsesivo-Compulsivo.

2.1.3 Informaci�on de Orientaci�on en el Cerebro

El hipocampo es una parte del cerebro frontal localizada en el l�obulo temporal
que est�a directamente relacionado con la memoria y que hace uso de la mayor��a
de sus regiones, especialmente la Corteza Entorrinal (EC) (Buzsaki, 2011).
Esta regi�on interfaza el hipocampo con la neocorteza y es la principal entrada
al circuito de informaci�on de la �gura 2.2, mientras que la principal salida
es la sub-regi�on CA1 (iniciales deCornu Ammonis). La informaci�on en este
circuito 
uye principalmente de forma unidireccional. Se debe destacar que el
sistema recurrente m�as grande del cerebro est�a formado por las neuronas de
la regi�on CA3, as�� como tambi�en es de tama~no signi�cativo la red entre las
capas entorrinales 2 y 3.(Buzsaki, 2011)
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Figura 2.2: Circuito principal del hipocampo. (Buzsaki, 2011)

En el hipocampo se encuentran un tipo de neuronas piramidales conocidas
como c�elulas de lugar debido a que sus patrones de disparos son relacionados
con la ubicaci�on de los sujetos en un ambiente dado. La actividad est�a dada por
el reconocimiento del ambiente por parte del sujeto y no est�a relacionada con
la ubicaci�on geogr�a�ca (Buzsaki, 2011). Por otro lado, en la corteza entorrinal
se encuentran otro tipo de neuronas llamadasc�elulas de direcci�on de cabezao
HD Cells (del ingl�es \Head Direction Cells").

Las c�elulas de direcci�on de cabeza son neuronas que se activan en relaci�on
con la direcci�on a la que se dirige la cabeza del animal con respecto al ambiente
en el plano horizontal (Taube, 2009). Estas neuronas tienen una direcci�on de
preferencia como se muestra en la �gura 2.3, similares a una br�ujula en el
aspecto de que su descarga est�a siempre a�nada a una direcci�on particular
y pueden ser disparadas en cualquier lugar del ambiente siempre y cuando
la cabeza del animal est�e apuntando a dicha direcci�on. En contraste con las
br�ujulas, estas c�elulas no reaccionan ante el campo magn�etico de la Tierra,
sino a puntos de referencia y se~nales de auto-movimiento. La actividad de las
HD cells, es indiferente a la posici�on y orientaci�on del cuerpo y a si el sujeto
est�a en movimiento o no. Cada neurona tiene una direcci�on a la que se dispara
al m�aximo (Taube, 2009).
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Figura 2.3: Actividad neuronal contra �angulo de direcci�on a la que se dirige
la cabeza. (Taube, 2009)

Las c�elulas de direcci�on de la cabeza se pueden encontrar en distintas
partes del cerebro tales como el cuerpo estriado, n�ucleos mamilares laterales,
corteza retrosplenial, la corteza entorrinal y son particularmente abundantes
en el n�ucleo anterodorsal del t�alamo. Postulaciones recientes indican que, de
los n�ucleos mamilares laterales que contiene tanto c�elulas sensibles a la velo-
cidad angular de la cabeza como c�elulas de direcci�on de la cabeza, se proyecta
informaci�on al t�alamo anterodorsal, luego al postsubiculum, seguidamente a la
corteza entorrinal, para �nalizar en el hipocampo. De esta forma, la informa-
ci�on de la direcci�on de la cabeza se complementa e integra con la informaci�on
sobre la ubicaci�on del animal en el hipocampo y en la corteza entorrinal. Jun-
tas, la informaci�on de lugar y direcci�on de la cabeza proveen el sentido de
orientaci�on espacial en el ambiente (Taube, 2009).

2.1.4 T�ecnicas de Adquisici�on de se~nales Cerebrales

Existen distintas t�ecnicas para adquirir datos provenientes del cerebro para
determinar regiones de mayor actividad ante ciertos est��mulos.

Una de las t�ecnicas m�as utilizadas es elElectroencefalograma (EEG) el
cual re
eja la actividad cerebral a trav�es de varios electrodos posicionados en el
cuero cabelludo. El EEG es muy utilizado para diagnosticar enfermedades en
el cerebro como convulsiones epil�epticas o evaluar desordenes del sue~no. Existe
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otro m�etodo para obtener datos de actividad cerebral situando los electrodos
directamente en la super�cie del cerebro de forma epidural, conocido como
Electrocorticograf��a (ECoG). La raz�on por la que estos m�etodos son tan
utilizados es que son poco invasivos, en comparaci�on con m�etodos como el
de Potenciales de Campo Local (LFP) los cuales se describir�an seguidamente.
(Gibson et al., 2012)

2.1.5 Ritmos cerebrales

En general, las formas de onda de EEG van en frecuencias desde 0,5Hz y 30-
40Hz, mientras que presentan unos cuantos micro Volts hasta los 100� V. Las
formas de onda cerebrales adquiridas utilizando EEG usualmente se clasi�can
en 5 bandas distintas y var��an de acuerdo a la edad y estado mental del sujeto
(Sornmo y Laguna, 2005).

ˆ Delta < 4 Hz: T��picamente se presenta en sue~no profundo, no es normal
encontrarlo en personas despiertas dada su gran amplitud, sin embargo
de ser as��, suele ser indicativo de enfermedades mentales o da~nos cere-
brales.

ˆ Theta 4-7 Hz: Ocurre cuando se est�a so~noliento o en algunas etapas
del sue~no.

ˆ Alpha 9-13Hz: Es la m�as com�un en sujetos despiertos y relajados con
los ojos cerrados, se pierde al abrir los ojos. La amplitud de se~nales
Alpha es la m�as grande en regiones occipitales del cerebro.

ˆ Beta 14-30 Hz: Es observado mayoritariamente en las regiones fronta-
les y centrales de la cabeza. Es un ritmo r�apido y de baja amplitud y se
presenta en algunas etapas del sue~no.

ˆ Gamma > 30 Hz: Est�an relacionadas a una alta actividad en la corteza.
Conectando un electrodo en el �area motora-sensorial, la se~nales Gamma
se pueden encontrar durante el movimiento de dedos.

El uso de dichas divisi�on en bandas de frecuencia se extiende a otras t�ec-
nicas de adquisici�on como los Potenciales de Campo Local (LFP).

2.1.6 Local Field Potentials (LFP)

Los Potenciales de Campo Local provienen de varias fuentes, pero principal-
mente de actividad sin�aptica. Esto debido a que las membranas de las c�elulas
cerebrales est�an hechas de l��pidos y tienen un efecto el�ectrico capacitivo que
modela un �ltro pasa bajos. De forma que, los componentes de alta frecuencia
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de las se~nales neuronales se ven altamente atenuadas en el medio extra-celular.
De igual manera, las se~nales lentas logran viajar m�as lejos que las de alta fre-
cuencia. Como resultado, la medici�on en un punto del cerebro ubicado en el
medio extracelular contiene la sumatoria de la actividad de las sinapsis de
gran cantidad de neuronas. Por lo tanto, se podr��a decir que las se~nales LFP
son el resultado de `acciones cooperativas' de neuronas (Gibson et al., 2012).

Los \spikes" en contraste, provienen de la actividad de una sola neurona
cerca de la punta del electrodo. Por la amplia esfera de adquisici�on, los LFPs
se ven menos afectados por la cicatrizaci�on del tejido al insertar los electrodos
(Maling y McIntyre, 2016).

Adicionalmente, el an�alisis de spikesno es sostenible en el tiempo debido a
precisamente la cicatrizaci�on e incompatibilidad de los materiales de las son-
das y electrodos con el tejido del cerebro. Otra ventaja que presentan los LFP
en comparaci�on con los picos provocados por la actividad de una neurona es
que se pueden muestrear a frecuencias m�as bajas y por lo tanto la adquisici�on
consume menos potencia. El disparo de una neurona es muy r�apido, aproxima-
damente menor a 1ms, que implica una frecuencia de muestreo de 10KHz para
tener una se~nal con su�ciente muestras por periodo (Jackson y Hall, 2017).
En t�erminos de aplicaciones m�edicas, particularmente de dispositivos implan-
tables, dicha frecuencia de muestro as�� como la potencia requerida presentan
una limitante.
Las frecuencias de an�alisis de los Potenciales de Campo Local se pueden di-
vidir en tres, las cuales se relacionan a la naturaleza de su origen (Jackson y
Hall, 2017):

1. Gamma alta : Se encuentran entre los 60Hz a 200Hz (banda ancha) la
cual es positivamente correlacionada a la tasa de disparos de las neuro-
nas y podr��a re
ejar la sumatoria de potenciales de acci�on y corrientes
sin�apticas asociadas con poblaciones de neuronas altamente activas y
desincronizadas.

2. Alfa y Beta : Son dos bandas intermedias entre 7-13Hz y 15-30Hz res-
pectivamente (banda estrecha) que son bien conocidas por su relaci�on
con ritmos sensoriales-motores.

3. Bajas frecuencias : Son aquellas menores a 5Hz y llamadas potenciales
motores locales.
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Figura 2.4: a) Modelo de circuito el�ectrico de grabaci�on extracelular. b) Ate-
nuaci�on de componentes de alta frecuencia en el medio extracelular. (Gibson
et al., 2012)

En la �gura 2.4 se muestra en la parte a) el modelo de un circuito el�ec-
trico asumiendo que se pudiera colocar un electrodo dentro de la c�elula para
ejempli�car el circuito del �ltro pasa bajas provocado por la membrana de la
c�elula entre el electrodo intracelular y el extracelular. As�� se tiene que la se~nal
obtenida fuera de la c�elula Vex es igual a la derivada de la se~nal medida dentro
de la c�elula Vin . (Gibson et al., 2012)

Ya que las frecuencias de inter�es de los LFPs est�an por debajo de los 250Hz,
se recomienda digitalizar los LFPs a por lo menos 1000Hz para cumplir con
el teorema de Nyquist y adem�as conservar la habilidad trabajar con se~nales
m�as r�apidas y no perder tanta informaci�on de la se~nal ya que Nyquist de�ne
una restricci�on m��nima (Souza et al., 2018).

2.1.7 An�alisis de Local Field Potentials

En general, los datos de actividad cerebral suelen ser separadas en las distintas
bandas de frecuencia descritas en 2.1.6 o clasi�caciones similares sin importar
el m�etodo de adquisici�on; ya sea EEG o LFPs. Lo anterior es debido a que
m�ultiples estudios han revelado relaci�on cercana entre bandas espec���cas de
frecuencia con eventos de distinta ��ndole, como se detallaba en las secciones
previas.
Posteriormente se pueden interpretar las amplitudes en las banda de inter�es
mediante la separaci�on en ventanas de tiempo. Esta es una estrategia muy
utilizada en el an�alisis de datos que sigan el comportamiento de una serie de
tiempo, o sea, se~nales variantes en el tiempo.

Por ejemplo, (Islam et al., 2017) identi�caba el movimiento voluntario de
presionar un bot�on con el dedo ��ndice izquierdo y derecho. En ese experimento
la se~nales de LFP se preprocesaron utilizando varios m�etodos y separaron en
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distintas bandas de frecuencia. Seguidamente se de�nieron ventanas de tiempo
centradas en el evento de est��mulo para enviar la se~nal de presionar el bot�on.
De estas ventanas se pretend��a clasi�car dicho impulso de actividad neuronal
extray�endole 5 puntos de tiempo que correspond��an al promedio de la amplitud
de la se~nal en ventanas de 100ms como se observa en la �gura 2.5.

Figura 2.5: Envolvente (verde) y promedio (azul) de la se~nal LFP del ex-
perimento de (Islam et al., 2017) se~nalando las 5 ventanas de tiempo (l��neas
punteadas) para extraer los 5 puntos en los distintos canales y mano del evento.

Finalmente, los 5 puntos en el tiempo de la se~nal promedio, por cada ban-
da de frecuencia por cada mano resultaban en los 70 \features" con los que se
alimentar��an las 3 redes neuronales propuestas para clasi�car los eventos de
presionar un bot�on entre los realizados con la mano derecha o la izquierda.
A pesar que este experimento no analiza los LFPs como series de tiempo, ya
que a priori hab��an identi�cado los eventos de presionar el bot�on, s�� sacan
provecho de la forma de la onda y su variaci�on en el tiempo para clasi�carlos.

Otra estrategia es extraer componentes de grabaciones multi-canal que
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re
ejen la taza de disparos simult�aneos de las neuronas locales capturados
mediante LFPs como lo plantea (Jackson y Hall, 2017). Estos mismo autores
concluyen de su estudio que aunque no se conoce a�un cu�ales son las caracter��s-
ticas de los LFPs (amplitud, frecuencia, fase, correlaci�on) que re
ejan mejor la
actividad neuronal y que tienen mayor potencial de utilizarse como biom�etri-
cas; sugieren utilizar aquellas que capten mejor la estructura espacio-temporal
de los LFPs. Los cuales pueden maximizar la informaci�on obtenida de m�ulti-
ples canales colocados en diferentes partes de la regi�on del cerebro.

Una vez m�as, dado que los LFPs son se~nales variantes en el tiempo, es
fundamental sacar provecho de su din�amica a la hora de analizarlos e intentar
extraer informaci�on de la actividad neuronal contenida en ellos.

2.2 Banco de datos a utilizar

La p�agina web Collaborative Research in Computational Neuroscience - Data
sharing es un medio para compartir y discutir datos y herramientas de neu-
rociencia creado en el 2008 con la colaboraci�on de distintos autores (Teeters
y Sommer, 2019). En este sitio se encuentra una gran cantidad de datos reco-
lectados para distintas investigaci�on con datos de muchas partes del cerebro
como el t�alamo, hipocampo, corteza motora y visual; sin embargo no todas
contienen las se~nales puras de LFP adquiridas, un tama~no su�ciente como
para entrenar una red neuronal apropiadamente o un dato que sea altamente
correlacionado con estas se~nales, tal como el �angulo al que la cabeza del animal
se dirig��a. Los resultados de la investigaci�on de (Mizuseki et al., 2014) fueron
compartidos a trav�es de dicha p�agina, proporcionando un banco de datos de
se~nales de LFP adquiridas en ratas. (Mizuseki et al., 2013)

La adquisici�on de las se~nales en bruto se hizo a una frecuencia de 20kHz
utilizando entre 64 y 96 canales simult�aneamente. Seguidamente, los datos
en bruto se procesaron para extraer las se~nales de LFP y detectar picos. La
detecci�on de picos se logr�o utilizando �ltro pasa bajo y el algoritmo de \Prin-
cipal Component Analysis" (PCA) que permite de�nir agrupaciones a partir
de datos de entrada dados de acuerdo a la proximidad entre los datos.

Se escogen las grabaciones del set de datosHC-3 que contiene informaci�on
de las regiones CA1 y CA3 adem�as de la Corteza Entorrinal (EC) EC2, EC3,
EC4, EC5 (Mizuseki et al., 2014).

2.2.1 Experimentos

Los datos se obtuvieron en 442 sesiones de grabaci�on e incluye respuestas de
7736 neuronas en 11 animales mientras realizaban 8 tareas distintas, utilizando
entre 31 y 127 canales. Dichos experimentos son (Mizuseki et al., 2014):
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1. Camino lineal elevado: En este se requer��a que los animales corrieran
ida y vuelta en b�usqueda de agua en los extremos como recompensa.

2. Espacio abierto: Las ratas persegu��an gotas de agua y piezas de Froot
Loops dispersas aleatoriamente en una plataforma abierta elevada de
(180cm Ö 180cm, 120cmÖ 120cm o 100cmÖ 200cm).

3. Rueda: Se recompensaba al sujeto despu�es de correr de forma continua
en una rueda durante 10 segundos.

4. Laberinto T: Se somete al animal a correr por 10 segundos en una rueda
y al terminar tiene acceso al brazo central de una plataforma en forma
de T donde podr��a escoger entre derecha e izquierda y era recompensado
con agua si este eleg��a la direcci�on contrar��a a la vez anterior.

5. Laberinto `+': Consiste en 2 brazos abiertos y 2 brazos sin salida los
cuales tienen una copa de agua en sus extremos. Una vez que la rata
consum��a el agua de las 4 copas, se rellenaban 2 de ellas que depend��a
del �ultimo brazo visitado. Si la vez anterior hab��a consumido el agua
de un brazo sin salida, el agua se rellenaba en los brazos abiertos y
viceversa.

6. Laberinto en Zigzag: En un laberinto con 11 corredores, los animales
aprend��an a recorrer ida y vuelta entre 2 fuentes de agua.

7. Rueda y Casa: Una rueda era colocada en una jaula utilizada como la
casa del animal durante los experimentos. Las ratas pod��an utilizar la
rueda libremente sin recompensa.

8. Sesiones de dormir: Se grababa el animal durmiendo en su jaula casa.

2.2.2 Sondas utilizadas

En los experimento se utilizaron sondas con 4, 8, 12 o 16 puntas, con 8 canales
por punta para un total m�aximo de 128 canales como se muestra un ejemplo
en la �gura 2.6.
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Figura 2.6: Ejemplo del tipo de sondas de adquisici�on de utilizadas. Neuro-
Nexus (2020)

2.2.3 Tipos de Archivos

Los datos fueron agrupados en archivos comprimidos que contienen las sesiones
hechas en un mismo d��a con el mismo animal y con la misma combinaci�on de
posicionamiento de los electrodos en �el.(Mizuseki et al., 2013) La informaci�on
fue almacenada en distintos tipos de archivos que se describen seguidamente
(Mizuseki et al., 2013):

ˆ .dat: Datos en bruto o \de banda ancha" ampli�cada por 1000x, mues-
treada a 20 KHz utilizando un sistema DataMax o a 32552 Hz con un
dispositivo NeuraLynx y en una banda de 1Hz a 5KHz. Contiene ambos,
las se~nales de LFP y los picos ospikes. Entre las sesiones grabadas con
el sistema DataMax se encuentra las del animal ec014 a excepci�on de
la ec014.n329. La frecuencia de muestreo de la sesi�on tambi�en est�a dis-
ponible en los archivos .xml. Su formato por muestra es de 2 bytes con
signo (short integers) correspondientes a las captura de cada canal por
cada muestra de tiempo. En los archivos .xml se especi�ca la cantidad
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real de canales utilizados y no siempre es m�ultiplo de 8 debido a canales
con problemas relacionados con alta impedancia o puntas quebradas, los
cuales se removieron de los datos.

ˆ .xml: Detalla la informaci�on de las grabaciones.

ˆ .eeg: Contiene �unicamente las se~nales de LFP por debajo de 625 Hz.
Las se~nales de LFP son la parte de los datos con frecuencias por debajo
de las de los spikes, y que incluyen solamente corrientes de sinapsis o
de 
uctuaciones de membrana. Tiene la misma cantidad de canales pero
16 veces menos muestras (1.25 KHz contra 20 KHz) o 26 veces menos
(1252 Hz contra 32552 Hz).

ˆ .mlv �o .mpg: Video que muestra el movimiento del animal a trav�es de
2 LEDs colocados en la cabeza de la rata. No todas las sesiones incluyen
video.

ˆ .whl: Contiene la posici�on del animal durante la sesi�on. Extra��do del
archivo de video. Cada �la es un cuadro del video. La frecuencia de
muestreo es de 39.06 Hz. Las primeras dos columnas corresponden al par
ordenado (x,y) del primer LED, las �ultimas 2 corresponden al segundo
LED. Un `-1' signi�ca que no fue posible obtener una captura adecuada
para esos cuadros.

ˆ .led: Tiene grabaciones a 20KHz de los tiempos de sincronizaci�on de un
LED de referencia visible en el video. Su formato por muestra es de 2
bytes con signo. Las sesiones (directorio/sesi�on) que incluyen este tipo de
archivos son: ec014.20/ec014.260, ec014.25/ec014.350, ec014.39/ec014.723,
ec014.39/ec014.729, ec014.41/ec014.765, ec014.41/ec014.771 y ec016.20/
ec016.288.

Aparte de los formatos anteriormente mencionados, existen m�as archivos
con informaci�on de los spikes y su clasi�caci�on en distintos clusters creados
utilizando PCA. Cualquier informaci�on adicional se puede encontrar en los
archivos de documentaci�on del banco de datos de (Mizuseki et al., 2013).
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2.3 Inteligencia Arti�cial y Aprendizaje
Autom�atico

2.3.1 Tipos de Aprendizaje Autom�atico

Aprendizaje Supervisado

En el aprendizaje supervisado se ajustan los par�ametros de la red haciendo
una comparaci�on directa entre la salida deseada y la obtenida. Este puede
verse como una retroalimentaci�on de lazo cerrado, en donde el error es la
se~nal retroalimentada. El error entre la se~nal deseada y la obtenida se utiliza
para corregir la salida de la red y de esta forma guiar el proceso de aprendizaje
de la red. (Du y Swamy, 2014)

Como medida del error se suele utilizar el error cuadr�atico medio (MSE)
(Du y Swamy, 2014), aunque dependiendo del problema, puede resultar de
m�as utilidad la medida de exactitud de una tabla de confusi�on.

En cuanto a la correcci�on del error, el objetivo �nal es minimizar la medida
de error entre la se~nal deseada y la obtenida mediante la t�ecnica de descenso
de gradiente. Para esto, el algoritmo de descenso de gradiente m�as popular es
el deRetropropagaci�on o Backpropagation el cual hace converger el error a
un m��nimo local. Du y Swamy (2014)

En este caso, se proveen las posibles clasi�caciones que se les puede dar a
un conjunto de datos, as�� como las caracter��sticas principales que afectan la
clasi�caci�on de estos datos. Duda et al. (2012)

Por ejemplo si se conoce que los datos en estudio representan la intenci�on
de mover el brazo derecho o el brazo izquierdo, se limita al clasi�cador a
encajar los datos en alguna de estas dos categor��as �unicamente, basado en los
electrodos con mayor amplitud en la se~nal.

Este tipo de aprendizaje es muy utilizado principalmente para proble-
mas de clasi�caci�on, aproximaci�on, control, modelado e identi�caci�on, pro-
cesamiento de se~nales y optimizaci�on. (Du y Swamy, 2014)

El aprendizaje supervisado, depende de datos de referencia para conocer
la se~nal deseada, estos datos se utilizan para el entrenamiento y validaci�on del
algoritmo. Por lo que es necesario contar con un conjunto de datos a analizar
que tenga asociado la salida de la red esperada con la cual se pueda completar
el lazo de retroalimentaci�on.

Aprendizaje No Supervisado

Estos m�etodos no requieren del 'valor deseado' como en el aprendizaje super-
visado. Se intenta asociar autom�aticamente los datos de entrada basado en
reglas intr��nsecas de reducci�on dimensional. El aprendizaje no supervisado se
basa �unicamente en la correlaci�on que existe entre los datos de entrada y se
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busca encontrar patrones que los relacione sin ayuda externa, pero s�� de un
criterio que determine cu�ando detenerse. (Du y Swamy, 2014)

El aprendizaje no supervisado es muy utilizado para an�alisis de datos,
clustering, reducci�on dimensional, feature extraction y codi�caci�on de se~nales.

Aprendizaje Reforzado

Es una clase de algoritmo computacional que ense~na a un agente arti�cial a
tomar decisiones que lo lleven a tener la mayor cantidad de `premios' o refuerzo
positivo. El aprendizaje reforzado es un caso especial del aprendizaje supervi-
sado cuando no se conoce con exactitud el resultado esperado, sin embargo el
ambiente `premia' al agente si el resultado obtenido fue una decisi�on acertada
de acuerdo a una estimaci�on o lo `castiga' si tom�o una decisi�on equivocada.

Este m�etodo es muy utilizado para control, sin embargo es muy lento. Por
ejemplo, si la salida del controlador ante una determinada entrada no afecta
el proceso, se toma como una buena decisi�on o se castiga en caso contrario.

2.3.2 Preparaci�on del conjunto de entradas para aprendizaje
supervisado

Series de Tiempo y Secuencias

Una serie de tiempo es una secuencia ordena de valores espaciada equivalen-
temente sobre el tiempo (Moroney, 2020).
Hay diferentes tipos de series de tiempo: Tendencias, estacionales o \seasona-
lity" y la combinaci�on de ambas. As�� tambi�en, existen series de tiempo aleato-
rias, que se relacionan con ruido blanco y series de tiempo auto-correlacionadas
en la cuales los datos se relacionan con una versi�on retrasada de s�� misma.
Cada paso es dependiente de los anteriores por lo que se dice que la serie de
tiempo tiene memoria. Adicionalmente, los picos o \Spikes" que son imprede-
cibles se les conoce comoinnovaciones pues no pueden predecirse basado en
los datos anteriores.(Moroney, 2020)

Por lo general, las series de tiempo van a presentar un poco de los cuatro
caracter��sticas: tendencia, ruido blanco, estacionalidad y auto-correlaci�on. Sin
embargo, a pesar de que una tendencia o estacionalidad se mantenga a trav�es
del tiempo, pueden ocurrir eventos que la cambien dr�asticamente. A estas
series de tiempo se les conoce comono estacionarias, ya que var��an a trav�es
del tiempo.(Moroney, 2020)

Normalizaci�on de los datos

Cuando se pretende entrenar algoritmos utilizando caracter��sticas que tienen
distintas escalas podr��a suceder que se les d�e mayor relevancia en el entre-
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namiento a algunas m�as que a otras. Esto ya que si por ejemplo 2 de las
caracter��sticas son la estatura de una persona en metros y su edad en a~nos, la
red podr��a darle m�as peso a la edad pues sus valores son m�as grandes, mini-
mizando el aporte de la estatura. Esto podr��a ser un problema para lograr un
buen desempe~no del algoritmo.
Para solucionar este problema es necesario normalizar todas las caracter��sticas
a la misma escala de manera que se tome considere el aporte de cada una por
encima de su valor real (Vasilev et al., 2019).
Entre los m�etodos para normalizar datos est�an:

Escalamiento: A todos los datos se les aplica la f�ormula 2.1 para ajus-
tarlos al rango [0, 1].

x =
x � xmin

xnax � xmin
(2.1)

Estandarizaci�on: Se aplica la f�ormula 2.2 asumiendo que los datos siguen
una distribuci�on normal, para lograr centrarlos en cero.

x =
x � �

�
(2.2)
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2.4 Redes Neuronales

2.4.1 Perceptr�on

Es un algoritmo de clasi�caci�on similar a una regresi�on. Como tal, es una
funci�on que aplica el producto punto entre un vector de entrada~x y un vector
de pesos~w: f (~x � ~w). La diferencia entre un perceptr�on y una regresi�on es que
la salida es una simple funci�on escal�on. De manera que sif (~x� ~w) > 0 entonces
f (~x� ~w) = 1, o f (~x� ~w) = 0 en caso contrario (Vasilev et al., 2019). En la �gura
2.7 se ilustra la estructura de un perceptr�on.

Figura 2.7: Un perceptr�on con tres unidades de entrada (neuronas) y una
neurona de salida (Vasilev et al., 2019).

2.4.2 Red Neuronal Prealimentada: Feedforward NN

Ya que el perceptr�on por si solo no lograba aprender de la manera esperada,
surgi�o la idea interconectar m�ultiples perceptrones organizadas en capas se-
cuenciales (una capa de entrada, una o m�as capas escondidas y una capa de
salida) para formar una \perceptr�on multicapa cl�asico" o simplemente Multi-
layer Perceptron (MLP) .
La salida del perceptr�on (tambi�en llamado: unidad, neurona o nodo) se co-
necta a todos los nodos de la siguiente capa. Primero, todas las entradas se
reciben en la capa de entrada y se calculan las salidasyi seg�un su funci�on de
activaci�on para cada unidad de la primer capa. Se propaga su salida hacia
adelante como entrada de las neuronas de la siguiente capa, por eso el t�ermino
feedforward, y as�� hasta la capa de salida (Vasilev et al., 2019).
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Figura 2.8: Red neuronal con una capa escondida. (Vasilev et al., 2019)

Cuando se utiliza un MLP que tiene una o incluso 2 capas escondidas, como
la de la �gura 2.8, se le llama unaShallow Neural Networko red neuronal poco
profunda. Para m�as de dos capas se les llamaDeep NN o redes neuronales
profundas.

2.4.3 Entrenamiento de Redes Neuronales

Con respecto al entrenamiento de redes neuronales, lo m�as com�un es utilizar el
algoritmo de descenso de gradiente en combinaci�on con el debackpropagation.
El entrenamiento de redes es un proceso iterativo, ya que una sola iteraci�on
producir�a un resultado con un error muy grande comparado al valor esperado.
Para esto, se usa el algoritmo de optimizaci�on deDescenso de Gradiente
que consiste en minimizar el error del resultado de la red. Sin entrar en mucho
detalle de la matem�atica detr�as de este proceso, se calcula la primera derivada
de la funci�on de costo J que corresponde al error entre el valor esperado y el
obtenido, para encontrar el m��nimo global. Como la entrada a las redes es un
vector ~xi de n elementos, se calcula el gradiente de la funci�on de costo, que
ser��a la primer derivada con respecto a todas las variables de la funci�on de
costo. Se suelen utilizar comofunci�on de costo el Error Cuadr�atico Medio,
el Error Absoluto Medio, entre otros.
El error encontrado en el resultado de la red entonces, indica cu�anto se debe
corregir cada peso que multiplica las distintas entradas de la capa anterior para
entonces llegar al m��nimo global. Cada neurona aplica el mismo procedimiento
para corregir su resultado \propagando el error hacia atr�as", m�etodo que se
le conoce comobackpropagation . De esa manera, la red ajusta sus pesos y
repite el proceso utilizando el mismo conjunto de datos de entrada, esperando
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que idealmente el error resultante sea menor al de la iteraci�on anterior. A cada
iteraci�on sobre todo el conjunto de datos se le conoce comoepoch, o �epoca.
Este proceso se termina cuando se alcanza el m��nimo global o se alcanza la
cantidad de �epocas prede�nidas (Vasilev et al., 2019).

Figura 2.9: Proceso de aprendizaje por descenso de gradiente (Vasilev et al.,
2019).

Sin embargo, podr��a suceder que el ajuste que se calcula para los pesos sea
mayor al requerido, de manera que nunca se alcance el m��nimo global porque
se estar��a \rebotando" de una pared a otra de la curva de la �gura 2.9. Para
evitar esto, se de�ne el par�ametro de learning rate � que funciona como un
factor para escalar el ajuste que se le debe hacer a los pesos de la red. De
manera que si se usa unlearning rate bajo, se tardar�a m�as en converger el
error al m��nimo global pero es probable alcanzarlo como en la �gura 2.9; y si
se usa uno muy grande se corre el riesgo de nunca converger como se observa
en la �gura 2.10.
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Figura 2.10: Escenarios de convergencia con distintos valores delearning rate
� comparado con el valor de� �optimo (Duda et al., 2012)

Ambos algoritmos presentan variaciones para ajustarse a otros tipos de
redes neuronales que tienen otra estructura de conexi�on de nodos como las
RNN o las CNN.

Existe un problema con este proceso iterativo de entrenamiento, y es que
el ajuste de los pesos ocurre una vez que se calcula el error para todas las
muestras de entrenamiento. Por ejemplo, se podr��a querer clasi�car im�agenes
de perros y gatos proporcion�andole a la red 1000 im�agenes de perros, 1000 de
gatos. La red obtendr�a un resultado por cada imagen de muestra y calcular�a
el error. Finalmente, una vez calculados los 2000 errores, se podr�a aplicar la
funci�on de costo (por ejemplo un MSE), calcularle el gradiente y ejecutar el
proceso de ajuste de los pesos de la red. De forma que para mejorar el ren-
dimiento de la red se tuvo que esperar que se alimentara la red con todas las
muestras, lo cual puede resultar muy lento especialmente si se trata de con-
juntos de datos muy grandes.

El extremo opuesto al sistema de entrenamiento de Descenso de Gradiente
es elStochastic Gradient Descent (SGD)que ajusta los pesos despu�es de cada
muestra. El problema con este enfoque es que puede producir un entrenamien-
to mucho m�as lento.

Por este motivo se introduce la metodolog��a de entrenamiento pormini-
batch , el cual consiste en separar el conjunto total de muestras en lotes m�as
peque~nos del mismo tama~no, como se ilustra en la �gura 2.11. As��, se puede
alimentar la red con subconjuntos m�as manejables de datos y realizar el ajuste
de los pesos una vez terminado cada lote. De nuevo, una vez que se entrena
la red con todos los lotes (batches), se puede iterar de nuevo sobre todos los
lotes, lo que corresponder��a a una nueva �epoca de entrenamiento (Vasilev et
al., 2019).
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Figura 2.11: Descenso de gradientes por mini-lotes (Rojas, 2019)

Regularizaci�on

Si se entrenan las redes por muchas �epocas para lograr un error pr�acticamente
nulo, se corre el riesgo de que la red se sobre-ajuste al conjunto de datos de
entrenamiento fen�omeno conocido comoover�tting . Esto es contraproducen-
te pues entonces la red tendr�a un desempe~no pobre ante conjuntos de datos
nuevos o desconocidos para ella.
Se suelen aplicar t�ecnicas para evitar este sobre-ajuste y se conocen como re-
gularizaci�on. La regularizaci�on en AI, es una forma de limitar la capacidad
de aprendizaje de una red neuronal. Entre las t�ecnicas m�as conocidas de re-
gularizaci�on est�a el poner un valor m�aximo a los pesos entre nodos, el cual
no pueden sobrepasar. Otra forma es eliminando (no utilizando el resultado
de) nodos de forma aleatoria durante una �epoca, cambiando los nodos elimi-
nados entre una �epoca y otra, con el �n de que los nodos utilizados, asuman
el aprendizaje de los faltantes; este m�etodo se conoce comodropout . (Rojas,
2019).

2.4.4 Funciones de Activaci�on

Se puede determinar de la secci�on 2.4.1 que la funci�onf (x) corresponde a una
funci�on lineal, y aunque se interconecten varios perceptrones para formas es-
tructuras m�as complejas como se detallar�a m�as adelante, el resultado seguir�a
siendo una funci�on lineal. Esto es una limitante pues aunque una red de per-
ceptrones es capaz de clasi�car datos en clases linealmente inseparables, si el
resultado sigue siendo el de una regresi�on lineal que no es capaz de determinar
a qu�e clase pertenece sin alg�un paso extra.
Para transformar estas redes en funciones no lineales se deben usar funciones
de activaci�on no lineales en cada perceptr�on. O sea, sustituirf (~x� ~w) por algu-
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na de las siguientes funciones de activaci�on no lineales m�as comunes (Vasilev
et al., 2019):

ˆ Activaci�on por Umbral:

f (a) =

(
1si a � 0

0si a < 0
(2.3)

ˆ Log��stica o Sigmoide: Esta es la m�as utilizada com�unmente. Se puede
interpretar como la probabilidad de activaci�on de la neurona.

f (a) =
1

1 + e� a (2.4)

ˆ Tangente hiperb�olica (tanh):

f (a) =
ea � e� a

ea + e� a =
1 � e� 2a

1 + e� 2a (2.5)

ˆ Recti�ed Linear Unit (ReLU):

f (a) =

(
a si a � 0

0si a < 0
(2.6)

Inicialmente la funci�on de la ecuaci�on 2.3 fue muy utilizada pero luego
sustituida por la funci�on log��stica, tangente hiperb�olica y ReLU representadas
en las ecuaciones 2.4, 2.5 y 2.6 respectivamente. Estas �ultimas 3 di�eren en su
rango de operaci�on y el comportamiento de su derivada durante en el entre-
namiento de la red (Vasilev et al., 2019).

Ya que el gradiente de la funci�on de activaci�on es un factor a considerar
en el entrenamiento de las redes neuronales, esta segunda diferencia resulta de
inter�es.
La derivada de la funci�on log��stica es f 0(a) = f � (1 � f ), mientras que la de
tangente hiperb�olico es f 0(a) = (1+ f ) � (1 � f ). Por otro lado, la de la funci�on
ReLU es mucho m�as f�acil de calcular ya que est�a dada por la ecuaci�on 2.7:

f 0(a) =

(
1si a � 0

0si a < 0
(2.7)

Como se comentar�a en la secci�on 2.4.6, despu�es de varias iteraciones el
ajuste que se debe hacer a algunos pesos de la red se vuelven despreciables
dependiendo de la funci�on de activaci�on que se utilice. A este efecto se le llama
desvanecimiento del gradiente y la funci�on ReLU presenta una ventaja
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ya que logra atenuar este problema pues su derivada (de la ecuaci�on 2.7) es
constante y no tiende a cero cuandoa se hace cada vez m�as grande (Vasilev
et al., 2019).

2.4.5 Redes Neuronales Convolucionales

Las redes neuronales convolucionales (CNN) son una topolog��a distinta a la
de perceptrones densamente conectados, en los cuales cada nodo de una ca-
pa est�a conectado a todos los nodos de la capa anterior. Las CNN utilizan
patrones simples para generar patrones m�as complejos a partir de ensambles
de la informaci�on de entrada. Esta t�ecnica es muy utilizada para clasi�caci�on
y reconocimiento de patrones en im�agenes, ya que aprovechan la localidad
espacial de la informaci�on de entrada, a diferencia de una NN densamente
conectada, la cual trata pixeles lejanos con la misma importancia que pixeles
cercanos. Las redes neuronales convolucionales se basan en tres ideas principa-
les: Campos receptivos locales, pesos compartidos y reducci�on (Nielsen, 2015).

Campos receptivos locales: En redes neuronales densamente conecta-
das, se tiene capas de neuronas alineadas verticalmente, para las CNN es m�as
sencillo pensar en que la capa de entrada es de nxn neuronas, siendon la
cantidad de pixeles en �las y columnas de la imagen. Las capas escondidas no
reciben la salida de todas las neuronas de la capa anterior, sino solamente una
porci�on de la imagen, por ejemplo, un cuadro de 5x5 pixeles. La conexi�on de
una neurona particular en una CNN puede apreciarse en la �gura 2.12.

Figura 2.12: Conexi�on entre capas de una Red Neuronal Convolucional (Niel-
sen, 2015).
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La ventana de pixeles de las neuronas de entrada se conoce como elcampo
receptivo local para la neurona de la capa escondida. Podr��a decirse que cada
neurona de la capa escondida aprende a identi�car una peque~na regi�on de la
imagen. N�otese que en un ejemplo de una imagen 28x28, utilizando unkernel
de 5x5, la primer capa escondida ser�a de un tama~no 24x24, ya que solo se
podr�a desplazar la ventana 23 veces a la derecha o hacia abajo. Pero, si en
lugar de desplazarse 1 pixel a la vez se mueve la ventana de 2 en 2, entonces
se estar��a utilizando una longitud de zancadade 2.

Pesos y sesgos compartidos: Ahora, cada neurona de la primer capa
escondida procesar�a la informaci�on de una regi�on espec���ca de la imagen,
pero utilizando el mismo peso y sesgo, de forma que la salida de la neurona
escondida j, k-�esima es:

�
�

b+
4X

l=0

4X

m=0

wl;m aj + l;k + m

�
(2.8)

Con � como la funci�on de activaci�on, generalmente un sigmoide,bel sesgo o
bias, wl;m es un arreglo 5x5 de pesos, yax;y denota la activaci�on en la posici�on
x; y. Al aplicar la misma funci�on en los 24x24 nodos escondidos, es posible
reconocer la misma caracter��stica ofeature en todos ellos. En otros t�erminos,
las CNN se adaptan bien a cambios ligeros en im�agenes.

El conjunto de pesos y sesgos compartidos se dice que de�nen unkernel
o �ltro (ver �gura 2.13). Al utilizarse distinto kernels para la misma ima-
gen se crean distintosmapas de caracter��sticas, los cuales son necesarios para
hacer reconocimiento en im�agenes, haciendo uso de todas las caracter��sticas
encontradas con los distintos kernels.

Figura 2.13: Capa Convolucional. (Calvo, 2015)

Una ventaja de las CNN en comparaci�on con las redes densamente conec-
tadas es que la cantidad de pesos a calcular es considerablemente reducida
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gracias al uso de los campos receptivos locales, resultando en tiempos de en-
trenamiento m�as peque~nos que permitir��a hacer redes m�as profundas.

Si se presta atenci�on, la ecuaci�on 2.8 es una convoluci�on, que en otra nota-
ci�on podr��a escribirse como a1 = � (b+ w � a0), donde a1 denota el conjunto de
salidas de activaci�on de un mapa de caracter��sticas,a0 el conjunto de entradas
de activaci�on y � el operador de convoluci�on.

Capas de reducci�on: Generalmente se utilizan justo despu�es de una ca-
pa de convoluci�on para simpli�car la informaci�on de la capa de convoluci�on
anterior. Las capas de reducci�on opooling, toman los distintos mapas de ca-
racter��sticas y los condensan en uno solo.

Una neurona en la capa de reducci�on puede analizar una regi�on de 2x2
neuronas de la capa anterior. Una t�ecnica com�un conocida comomax-pooling,
en la cual una unidad entrega como salida la m�axima activaci�on de una regi�on
de 2x2, como se muestra en la �gura 2.14.

Figura 2.14: Capa de Reducci�on. (Calvo, 2015)

N�otese que si se ten��an 24x24 neuronas en la capa de convoluci�on, en la
capa de reducci�on se tendr�an 12x12 unidades. Recordando que una capa de
convoluci�on involucra m�as de un mapa de convoluci�on (por ejemplo 4 mapas),
se aplica max-pooling a cada mapa de caracter��sticas por separado. Entonces,
la combinaci�on de capas convolucionales y de reducci�on se ver��a como en la
�gura 2.15:
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Figura 2.15: Red Neuronal Convolucional. (Calvo, 2015)

Otro tipo de reducci�on diferente a max-pooling, es la reducci�on L2, que en
lugar de tomar el valor m�aximo del grupo escogido, calcula la ra��z cuadrada
de la suma del cuadrado de las entradas de activaci�on (Nielsen, 2015).

Al igual que en redes densamente conectadas, para optimizar el resultado
de la clasi�caci�on y reducir el costo, se utiliza backpropagation y stochastic
gradient descentpara ajustar los pesos. Sin embargo, es necesario ajustar la
derivada de ajuste ya que una CNN no es densamente conectada.

2.4.6 Redes Neuronales Recurrentes

\El cerebro es una estructura fuertemente recurrente. Esta recurrencia masiva
sugiere un rol mayor de din�amicas de retroalimentaci�on en procesos de percibir,
actuar y aprender, y en mantener vivo el organismo. Las redes recurrentes
aprovechan el poder de computaci�on basada en el cerebro". (Du y Swamy,
2014)

El texto citado anteriormente refuerza la motivaci�on de explorar el uso de
la Redes Neuronales Recurrentes (RNN) para el an�alisis de se~nales de LFP
cerebrales, pues adem�as son datos dependientes del tiempo, y de los cuales se
puede sacar provecho de su localidad temporal.

Las RNN tienen la ventaja de serTuring Complete, lo que implica que
son capaces de aplicarse a cualquier problema, ya que te�oricamente pueden
simular cualquier programa (Vasilev et al., 2019).

Las RNN tienen al menos un lazo de retroalimentaaci�on, y por lo general
suelen ser redes m�as compactas que la redes neuronalesfeedforward. Para sis-
temas din�amicos, es necesario predecir la entrada del tiempot +1 en el tiempo
t y as�� crear una red de asociaci�on temporal, las cuales requieren de recurrencia
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para poder manejar la relaci�on en el tiempo. Para generar una red neuronal
din�amica, se necesita de memoria, cuya unidad b�asica suele representarse por
un retraso en tiempo discreto cuya funci�on de transferencia es:H (z) = z� 1.
Un conjunto de retrasos en serie son la base de lo modelos lineales din�amicos
como las Respuestas Finitas al Impulso (FIR).

Un MLP puede volverse din�amico introduciendo lazos de retrasos en las
capas de entrada, escondidas y/o de salida. Una arquitectura de este tipo, que
involucra retrasos se conoce como red neuronal de retardo de tiempo.

Existen redes de recurrencia global o de recurrencia local y globalmente de
avance (locally recurrent, globally feedforward network) (Du y Swamy, 2014).
Las redes de recurrencia global por lo general presentan problemas de estabili-
dad durante el entrenamiento adem�as de requerir algoritmos muy complicados
para su entrenamiento ya que la estrategia de retropropagaci�on no aplica co-
mo en un MLP pues la conexi�on entre neuronas es diferente. En contraste,
las redes de recurrencia local implementan retroalimentaciones internas en las
neuronas, las cuales se conectan estrictamente hacia adelante como una red
neuronal convencional.

Las neuronas de las redes neuronales recurrentes, a diferencia de las redes
usuales, no solo toman en cuenta la entrada a la red, si no tambi�en el estado
anterior st � 1 de s�� mismas de la siguiente forma:

st = f (st � 1; x t ) (2.9)

Donde f es la funci�on de activaci�on, st es el vector de estados actuales de
la red en el instante t y x t es la entrada a la red en el instantet (Vasilev et
al., 2019). Se puede interpretarst � 1 como la sumatoria de todas las entradas
anteriores de la red. Este lazo de retroalimentaci�on se podr��a desenrollar como
en se muestra en la �gura 2.16.

Figura 2.16: Red Neuronal Recurrente. (Vasilev et al., 2019)

En donde la RNN tiene 3 tipos de pesos:
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ˆ U Que transforma la entrada x t al estadost .

ˆ W Transforma el estado anteriorst � 1 al estado actualst .

ˆ V Mapea el nuevost calculado a la salidayt .

Las transformaciones son por lo general sumatorias con los respectivos
pesos, de manera que se puede de�nir ahora el estado interno y la salidayt

como:

st = f (st � 1 � W + x t � U) (2.10)

yt = st � V (2.11)

Donde f es una funci�on de activaci�on por ejemplo ReLU, tangente hiper-
b�olica o sigmoide. En teor��a, las RNN almacenan la informaci�on de todos los
estados anteriores, sin embargo, tambi�en sufren del fen�omeno de `desvaneci-
miento del gradiente' en el cual la correcci�on de un peso de la red es tan
peque~no que no modi�ca el comportamiento de la red. Para este problema, se
pueden seleccionar funciones de activaci�on que no se saturen como s�� lo hace
una sigmoide, por ejemplo ReLU.

Adem�as, la RNN de la �gura 2.16 muestra el comportamiento de un solo
nodo de la red, estos pueden distribuirse en distintas capas. Sin embargo, las
capas de una RNN no suelen ser densamente conectadas. Seg�un la relaci�on de
entradas con salidas se puede tener conexiones (Vasilev et al., 2019):

ˆ Uno a uno: Esta es un procesamiento no secuencial, pues ocurre en un
solo instante de tiempo, por ejemplo la clasi�caci�on de im�agenes.

ˆ Uno a muchas: La cual entrega como salida una secuencia a partir de
una sola entrada.

ˆ Muchas a una: La cual entrega una sola salida a partir de m�ultiples
entradas. Esta es posiblemente la con�guraci�on que mejor se acopla al
problema propuesto de predicci�on de un �angulo a partir de m�ultiplos
datos de la se~nal de LFP.

ˆ Muchas a muchas indirectas: En las cuales se pueden tener m�as salidas
que entradas o viceversa, como en traducci�on de idiomas.

ˆ Muchas a muchas directa: Como sucede en reconocimiento de voz.
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Redes LSTM

Las redes neuronales de Memoria Larga de Corto Plazo oLSTM, por sus
siglas en ingles, son un caso particular de las redes neuronales recurrentes que
fueron introducidas por Hochreiter y Schmidhuber para disminuir el problema
del desvanecimiento del gradiente en las RNN. (Vasilev et al., 2019)

El desvanecimiento de gradiente se produce despu�es varias iteraciones
en el entrenamiento de la red, donde el gradiente decae exponencialmente,
vi�endose opacado por los gradientes m�as recientes y la habilidad de la RNN
para retener la historia de sus estados anteriores es desvanecida. Este efecto
produce que te�oricamente las RNN sean capaces derecordar estados anteriores
y que no dependa solamente de la entrada actual; pero que en la pr�actica sea
capaz de recordar solamente unos cuantos pasos previos. Este problema es
com�un en redes neuronales regulares, pero es especialmente notorio en RNN's.

De manera que, un nodo de una red LSTM representada en la �gura 2.17
se compone de las compuertas de olvido, entrada y salida:f t , i t y ot respecti-
vamente, ct como la memoria del estado del nodo en el momento t, mientras
que c0

t corresponde al estado candidato de la celda. Finalmentex t y ht como
la entrada y salida del nodo en el momento t. Las compuertas de olvido y
entrada son capas completamente conectadas con funci�on log��stica de salida,
lo que quiere decir que tendr�an salidas b�asicamente binarias que permitan o
impidan considerar sus datos de entrada en el c�alculo de la salida y la memoria
de estado de la celda.

Figura 2.17: Celda de una red LSTM. (Vasilev et al., 2019)

Del diagrama anterior se pueden obtener las ecuaciones que de�nen cada
una de las variables de la red. Sin embargo, es importante destacar principal-
mente la que corresponde al c�alculo de la memoria de estado del nodo:

ct = f t � ct � 1 � i t � c0t (2.12)
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N�otese que si en la ecuaci�on 2.12 la compuerta de olvidof t = 1 y la com-
puerta de entrada i t = 0 el estado de la celda se mantendr�a exactamente igual
al anterior, lo cual es precisamente lo que permite que una red LSTM memori-
ce secuencias largas evitando as�� el desvanecimiento de gradientes. Solamente
la compuerta de olvido es capaz de borrar la memoria de la red basando su
comportamiento en la salida de la celda anteriorht � 1 y la entrada x t .

2.4.7 M�etricas de Evaluaci�on

El objetivo es encontrar el modelo m�as simple que se acople adecuadamente al
problema a resolver con una exactitud aceptable y sea su�cientemente 
exible
y generalizable a datos nuevos. El rendimiento de generalizaci�on de una red,
determina una m�etrica de calidad del modelo seleccionado. (Du y Swamy,
2014).

Una m�etrica de rendimiento puede de�nirse como una construcci�on l�ogica
matem�atica dise~nada par medir qu�e tan cerca est�an los resultados obtenidos
de los esperados o reales (Botchkarev, 2019).
De acuerdo al problema en cuesti�on, existen m�etricas que permiten evaluar el
rendimiento del modelo de aprendizaje autom�atico y estas se pueden separar
en los casos de clasi�caci�on y regresi�on. El �Area Bajo la Curva (AUC por sus
siglas en ingl�es) de una gr�a�ca ROC (del ingl�es Receiver Operating Characte-
ristic ), as�� como matrices de confusi�on, la exactitud, precisi�on y el recall son
m�etricas muy utilizadas en t�erminos de clasi�caci�on, ya que proveen relaciones
entre la cantidad de clasi�caciones acertadas contra err�oneas. Mientras que en
problemas de regresi�on, donde existe solo una predicci�on correcta e in�nita
cantidad de predicciones err�oneas, la informaci�on relevante no es cu�antas ve-
ces la predicci�on fue equ��voca, ya que ser��a la mayor��a de los casos, sino qu�e
tan lejos estuvo del valor real. Es por esto que el Error Absoluto Medio(MAE),
el Error Cuadr�atico Medio (MSE) y su Ra��z Cuadrada (RMSE) son m�etricas
m�as adecuadas para evaluar la calidad de algoritmos de regresi�on. (Rojas,
2019)

Entre las m�as populares para regresi�on est�an MAE, RMSE y el Error Por-
centual Absoluto Medio (MAPE), teniendo la segunda caracter��sticas intr��n-
secas �utiles como su indiferencia ante el signo del error as�� como su capacidad
de destacaroutliers o muestras muy lejanas al dato esperado por su potencia
al cuadrado; adem�as de ser simple de calcular por una computadora lo cual
facilita su optimizaci�on. Dichas caracter��sticas son ideales para utilizarla ade-
m�as como funci�on de costo a minimizar mediante el algoritmo de descenso de
gradiente que permite a las redes neuronales realizar correcciones con base en
la funci�on de costo.
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Seg�un el an�alisis de (Botchkarev, 2019), la m�etrica de evaluaci�on deber��a ir
acorde a la naturaleza de los datos bajo estudio. De manera que datos dimen-
sionados por una unidad como kil�ometros o segundos, deber��an ser analizadas
con m�etricas como el MAE o RMSE que van proporcionan un resultado en la
misma unidad. Mientras que datos sin dimensi�on como decibeles, grados, ra-
dianes o porcentajes que no tiene una unidad relacionada y son independientes
de escala, se deber��an medir utilizando por ejemplo MAPE.
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3.1 Selecci�on de las grabaciones del banco de datos

En cada uno de los animales se recolect�o informaci�on de distintas regiones
del cerebro y a su vez, distinta cantidad de neuronas fueron grabadas. Los 3
animales con m�as informaci�on capturada contemplando regiones y cantidad
de neuronas muestreadas son \EC013", \EC016" y \EC014".

El \EC014" particularmente contiene informaci�on de las regiones de la cor-
teza entorrinal 2, 3 y 5, as�� como del CA1. De acuerdo con (Taube, 2009)
y (Buzsaki, 2011), estas zonas del cerebro contienen c�elulas de direcci�on de
cabeza en primer lugar; y en segundo lugar neuronas piramidales de lugar.
Adem�as, dichos autores resaltan el 
ujo de informaci�on entre el EC y el hipo-
campo, as�� como el principal circuito del hipocampo de la �gura 2.2 que tiene
como principal entrada el EC2 y como principal salida el CA1, involucrando
a su paso la gran red recurrente del EC5 como se observa en la �gura 2.2.

Solamente algunos sets de datos proporcionados en (Mizuseki et al., 2013)
contienen las se~nales de LFP en formato .eeg, la informaci�on de la posici�on de
los LEDs colocados en la cabeza del animal y los datos del LED de sincroniza-
ci�on. Es por estas razones que se decide comenzar la investigaci�on a partir de
2 de sesiones del sujetoec014. Dichas sesiones se encuentran en el directorio
ec014.41 del banco de datos HC3 de (Mizuseki et al., 2013) y corresponden
a ec014.765 y ec014.771 , las cuales se detallan a continuaci�on.

Animal EC014
Directorio ec014.41
Experimento MidSquare
Familiaridad 3

ec014.765
Sesiones

ec014.771

Cuadro 3.1: Informaci�on General del banco de datos

En el cuadro 3.1 la Familiaridad corresponde al n�umero de veces que el
animal a realizado el experimento en cuesti�on. En este casoMidSquare es el
experimento de Espacio Abierto mencionado en la secci�on 2.2.1 utilizando una
plataforma de 120cm x 120cm el cual se representa en la �gura 3.1.

41
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Figura 3.1: Representaci�on del Experimento

En la �gura 3.1 se ilustra uno de los sujetos con los 2 LEDs que permiten
ubicar la cabeza del animal con respecto a un punto �jo el cual ser��a el eje
coordenado de la esquina inferior izquierda, el cual era un LED de referencia.
La rata se colocaba en este espacio abierto donde hab��a agua y comida a su
alrededor para incentivar su movimiento en el espacio.

Sesi�on ec014.765 ec014.771
ID 990 996
Duraci�on (s) 2811.494 2746.778
Tama~no (GB) 1.8 1.42
Extensi�on Video mpg mpg
Tama~no Video (MB) 601.8 437.9

Cuadro 3.2: Informaci�on de los archivos de las sesiones.

Ambas sesiones tienen una duraci�on cercana a los 46 minutos como se
detalla en el cuadro 3.2 donde adem�as se mencionan lo identi�cadores �unicos
de cada sesi�on para ubicarlos apropiadamente en las tablas preparadas por
los autores las cuales contienen caracter��sticas de cada grabaci�on como la
duraci�on, familiaridad, experimento, cantidad de spikespor c�elula identi�cada,
posici�on de los electrodos, etc.

Tomando en cuenta que los datos de actividad neuronal fueron adquiridos
utilizando el sistema DataMax a 20KHz y los datos de posici�on de los LEDs
fueron muestrados a 39;06Hz, se considera su�ciente cantidad de datos como
para alimentar la red, incluso tomando en cuenta la presencia de datos de
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posici�on inv�alidos por oclusi�on de los LEDs y de m�as factores ambientales.
Es necesario recordar que los datos de estas sesiones fueron guardados en
formato .eeg, lo cual signi�ca que contienen 16 veces menos muestras que los
datos crudos originales, ya que fueron diezmados de 20KHz a 1;25KHz seg�un
(Mizuseki et al., 2013).

Regi�on del C�elulas Cantidad de Spikes
Cerebro Tipo Total 765 ( %) 771 ( %)

CA1
Piramidal 12 18947 13.55 14661 11.12
Interneurona 2 120878 86.45 117158 88.88
Inde�nida 0 0 0.00 0 0.00

EC2
Piramidal 4 24233 31.08 21625 24.64
Interneurona 1 53737 68.92 66133 75.36
Inde�nida 0 0 0.00 0 0.00

EC3
Piramidal 4 15700 8.61 18561 11.87
Interneurona 2 166637 91.39 137757 88.13
Inde�nida 0 0 0.00 0 0.00

EC5
Piramidal 2 4575 18.47 4978 45.14
Interneurona 1 12238 49.41 1640 14.87
Inde�nida 0 7955 32.12 4411 39.99

Cuadro 3.3: Informaci�on de las c�elulas grabadas

Con el prop�osito de analizar mejor los detalles del sujeto bajo estudio y
espec���camente las grabaciones propuestas, en el cuadro 3.3 se observa pri-
meramente la gran cantidad de c�elulas piramidales en comparaci�on a las in-
terneuronas. Esto es deseable ya que las c�elulas de direcci�on de la cabeza as��
como las c�elulas de lugar son piramidales y las que contienen la informaci�on
requerida en la presente investigaci�on. Por otro lado, cerca de la mitad est�an
en el �areas CA1, regi�on del hipocampo donde se concentran las c�elulas de lu-
gar, mientras que en las regiones de la EC est�a el resto que corresponden a
HD cells.

Sin embargo, tambi�en es notable que la mayor actividad es de las interneu-
ronas, las cuales hacen circular la informaci�on obtenida de c�elulas piramidales
por el circuito de la �gura 2.2; adem�as de comunicar distintas regiones del
cerebro. De forma que, ante la necesidad de escoger entre los distintos canales,
los que est�en ubicados en las regiones EC y particularmente en la EC2 podr��an
ser los m�as adecuados ya que es donde se encuentran las c�elulas de direcci�on
de la cabeza y adem�as la que tiene mayor porcentaje de actividad de ellas en
comparaci�on con las interneuronas. Del cuadro 3.4 se observa que la sonda 9
es la que se ubica en la regi�on EC2 y la que contiene entonces los electrodos
capaces de capturar mayor cantidad de actividad relacionada a la orientaci�on
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del sujeto.

Con respecto a la de�nici�on de los features que alimentar�an las distintas
redes neuronales para entrenarlas en la predicci�on del �angulo al cual la cabeza
del sujeto se dirige, es importante contemplar la mayor cantidad de informa-
ci�on disponible. Utilizar la mayor cantidad de canales como entradas de la red
puede ser una opci�on a considerar, siempre y cuando se reduzca al m�aximo
la informaci�on redundante que podr��a ralentizar el entrenamiento al requerir
m�as c�alculos de los pesos entre nodos y di�cultar la obtenci�on de un modelo
su�cientemente bueno para cumplir con una predicci�on lo m�as cercana posbile
al dato real.

N�umero de Sonda Regi�on del Cerebro
1

CA1

2
3
4
5
6
7
8
9 EC2
10

EC3
11
12 EC5

Cuadro 3.4: Ubicaci�on de las sondas en el cerebro.

La posici�on de las sondas se puede observar en el cuadro 3.4. Se debe aclarar
que el banco de datos presenta un total de 99 canales, 3 de ellos contienen
informaci�on muy distinta la del resto. Como se mencion�o en la secci�on 2.2.3,
algunos electrodos no se incluyeron en el conjunto de datos por fallas o errores
en sus mediciones debido a distintas razones all�� detalladas. Por lo tanto, ya
que cada una de estas 12 sondas contiene 8 electrodos, se tiene un total de 96
canales, a sabiendas de que algunos de los que se utilizaron no se incluyeron
en los archivos �nales.
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Figura 3.2: Gr�a�co de barras de cantidad de Spikespor tipo de neurona

Cantidad total de Spikes
Tipo de c�elula

ec014.765 ( %) ec014.771 ( %)
Piramidal 63455 14.93 59825 15.46
Interneurona 353490 83.19 322688 83.40
Inde�nida 7955 1.87 4411 1.14

Cuadro 3.5: Resumen de cantidad despikespor tipo de c�elula en los bancos
de datos.

Como se observa en el cuadro 3.5 y en la gr�a�ca 3.2 el porcentaje de
actividad de las c�elulas piramidales en comparaci�on con las interneuronas es
menor en el conjunto completo de datos que si se tomara en cuenta �unicamente
la regi�on EC2 obtenidos con la sonda 9. De acuerdo con la teor��a consultada,
la informaci�on correspondiente a la orientaci�on es procesada en el cerebro por
las c�elulas de direcci�on de la cabeza. De manera que, bajo ese supuestose
debe considerar primordialmente los electrodos de la sonda 9 para
entrenar las redes con entradas que realmente tengan relaci�on estrecha
con la caracter��stica a predecir, en este caso el �angulo de la direcci�on de la
cabeza.

Sin embargo, como se observa en las �guras 3.3 y 3.4 las se~nales obtenidas
con la sonda 9 (las terceras amarillas de arriba a abajo) no presentan gran
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variaci�on, y por lo tanto no contienen tanta informaci�on si se comparan con
las de otros canales por ejemplo los de la sonda 6 o 11. Por lo que electrodos
que ser��an buenos candidatos como la caracter��stica �unica de entrada a las
redes podr��an ser por ejemplolos canales 40, 70 u 80 .

De forma que, inicialmente se puede considerar entrenar las redes neu-
ronales con informaci�on de un solo canal. Aunque al notar que cada sonda
contiene informaci�on ligeramente distinta de las otras, se podr��a considerar
una soluci�on que entregue como entrada a las redes las se~nales de LFP de
m�ultiples canales con el �n de buscar una predicci�on lo m�as cercana posible
a los valores reales de �angulo de la cabeza. Dicho subconjunto de datos debe
de estar altamente relacionado a la caracter��stica a predecir o en su defecto
utilizar la totalidad de los datos.

Figura 3.3: Primer segundo de se~nales de LFP por canal de la sesi�on 765
visualizadas con el software Neuroscope.
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Figura 3.4: Primer segundo de se~nales de LFP por canal de la sesi�on 771
visualizadas con el software Neuroscope.

En las �guras 3.3 y 3.4 se muestra que los canales 96, 97 y 98 no contienen
informaci�on relacionada a LFPs debido posiblemente a da~nos o desconexi�on
de la sonda 13. Por esta raz�on, estos 3 canales deben excluirse del an�alisis para
no aportar informaci�on err�onea que pueda perjudicar la predicci�on.

3.2 Preparaci�on de los datos y extracci�on de
caracter��sticas

Una vez explorado el conjunto de datos a utilizar, estos se deben manipu-
lar y limpiar para darles un formato adecuado que sirva como entrada a las
distintas redes neuronales. En esta secci�on se describir�a detalladamente los
pasos seguidos, as�� como los m�etodos creados para preparar las entradas de
las redes. Uno de las consideraciones contempladas a la hora de implementar
los pasos de procesamiento es que cada funci�on fuera lo m�as general y 
exible
posible, con la intenci�on de que siga siendo �util ante ligeras variaciones de los
datos de entrada, y le proporcione al desarrollador distintas alternativas en la
preparaci�on de los features de los algoritmos de predicci�on.

Los pasos que se siguieron y detallaran a continuaci�on son:

1. Lectura del archivo con se~nales de LFPs y organizaci�on de estas por
canales e instantes de tiempo.

2. Lectura del archivo con los datos de posici�on de los LEDs, c�alculo del
�angulo al cual se dirige la cabeza para cada instante de tiempo.
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3. Sincronizaci�on entre frecuencias de muestreo de los �angulos y los LFP
para que coincidan las muestras uno a uno por diezmado o por rellenado
de muestras.

4. Uni�on de muestras de LFPs con muestras de �angulos en una misma
estructura de datos.

5. Limpieza de instantes de tiempo con �angulos inv�alidos.

6. Interpolaci�on (en caso de rellenado de muestras de �angulos).

7. Divisi�on de datos en subconjuntos para entrenamiento, validaci�on y
prueba.

8. Separaci�on por ventanas de tiempo como entradas directas a las redes
neuronales.

3.2.1 Preparaci�on de las se~nales LFPs como entradas

Lectura de los archivos de se~nales de LFP

Para comenzar a preparar los datos de las grabaciones 765 y 771 lo primero
que se debe hacer es leerlas del archivo .eeg y guardarlas en alguna estructura
de datos. En este caso un arreglo de dos dimensiones, donde la primera corres-
ponde a las muestras en el tiempo de la se~nal LFP en cada canal y la segunda
al canal. De manera que se de�ne la funci�onload lfp data(�le, channels) la
cual toma la direcci�on del archivo a leer y la cantidad de canales que la gra-
baci�on de ese archivo contiene y retorna el arreglo de 2 dimensiones descrito
anteriormente.

Es necesario recordar que los archivos .eeg proporcionados por (Buzsaki,
2011) y descritos en descrito en la secci�on 2.2.3 contienen los datos de LFP en
el mismo formato que los .dat. Ambos presentan las mediciones de cada canal
como n�umeros enteros tipo short (2 bytes) consecutivos, sin ning�un tipo de
separador (datos crudos). El XML correspondiente a la sesi�on indica la can-
tidad exacta de canales que tiene cada grabaci�on. No siempre ser�a m�ultiplo
de 8 debido a altas impedancias en los canales o sondas rotas. En el caso de
ambas sesiones bajo estudio, se tienen 99 canales, o sea, 99shorts por instante
de tiempo.

Exploraci�on de los datos de LFP

En la �gura 3.5 se muestra el diagrama de cajas de todos los canales presentes
en la sesi�on 771. Los puntos negros fuera de los rect�angulos de colores repre-
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sentan losoutliers o datos que se salen del 1.5 de la distancia entre cuartiles
despu�es del tercer cuartil. La longitud de las l��neas y cajas representan la dis-
persi�on de las mediciones en voltaje. De dicha �gura se observa que la mayor��a
de canales tienen cajas relativamente peque~nas, lo que indica que el 50 % de
los datos de cada canal se encuentran concentrados en una estrecha banda de
voltaje. Este comportamiento es esperable pues los archivos le��dos contienen
�unicamente datos de LFPs, ya que losspikes fueron �ltrados en la conversi�on
de archivos .dat a .eeg. De modo que se esperan valores de voltaje siempre
dentro de un rango bastante de�nido.
Se aprecia adem�as, que los �ultimos 3 canales presentan unos diagramas de
caja bastante distintos a los del resto de canales. Los electrodos 96 y 97 pa-
recen tener mediciones de voltaje por mucho inferiores al resto y el 98 por el
contrario valores de voltaje muy por encima al resto de canales.

(a) Canales 0-49. (b) Canales 50-98.

Figura 3.5: Diagrama de cajas de los datos de LFP de la sesi�on 771 a su
frecuencia original del archivo .eeg.

Esta �gura, junto con la �gura 3.6 en donde se observan los canales 0, 1, 96,
97 y 98 refuerza la hip�otesis de que estos �ultimos 3 canales de las grabaciones
analizadas, presentan informaci�on err�onea dado a desperfectos en el equipo
o en la colocaci�on del mismo. En la �gura 3.6 es notorio que los canales 96
y 97 tienen valores cercanos a cero, mientras que el 98 tiene una respuesta
cuadrada de mucha mayor amplitud a la de los canales 0 y 1.
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Figura 3.6: Primeros 100 segundos de los datos de los canales 0, 1 (en ama-
rillo), 96, 97 y 98 (en azul).

De�nici�on de la escala de los datos de entrada

Por otro lado, de la �gura 3.5 surge la duda si es necesario aplicar alg�un
tipo de normalizaci�on sobre estas se~nales, las cuales se utilizar��an como las
entradas a los algoritmos de clasi�caci�on. Se considera, sin embargo, que se
deben mantener sus valores originales por las siguientes razones:

1. Los LFPs se de�nieron como la actividad conjunta de un grupo de neuro-
nas. No solo es de inter�es la din�amica de la se~nal, sino tambi�en su media.
Una media alta implica m�as actividad neuronal, que si se trata de c�elulas
de direcci�on de la cabeza indica que el sujeto est�a viendo hacia el �angulo
de preferencia de dichas neuronas. La normalizaci�on las se~nales de LFPs
ser��a contraproducente ya que intencionalmente se estar��a substrayendo
informaci�on de inter�es para el entrenamiento de los algoritmos.

2. Todos los datos, aun si se utilizan m�ultiples canales, son de la misma
naturaleza. Todas son se~nales voltaje de potencial de campo de local del
mismo sujeto, utilizando el mismo sistema de adquisici�on. Por lo que la
escala de todos los datos es la misma.
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An�alisis de se~nales LFPs en el tiempo

En la secci�on 2.1.6 se mencion�o que las se~nales de LFPs se encuentran en el
rango de frecuencias menores a� 250Hz. En la secci�on 2.2.3 se detalla que los
archivos .eeg (los cuales son los que se utilizan en esta investigaci�on) contienen
�unicamente los LFPs (frecuencias por debajo de los 625Hz), �ltrando losspi-
kes. De manera que al utilizar estos archivos, se estar��a analizando informaci�on
previamente �ltrada en frecuencia para recuperar �unicamente informaci�on de
potenciales de campo local que, como se discuti�o anteriormente, tienen alta
relaci�on con la actividad neuronal principalmente en la banda Gamma. Esta
es la principal caracter��stica en materia de la predicci�on del �angulo ya que las
c�elulas de direcci�on de la cabeza presentan mayor actividad, incrementando
as�� la amplitud de los LFPs cuando el sujeto se dirige al �angulo de preferencia
de dichas neuronas y que aporta al sentido de orientaci�on del sujeto (Taube,
2009).

Con el �n de utilizar toda la informaci�on contenida en las bandas de LFPs,
se decide no a~nadir una etapa de �ltrado por frecuencias adicional y analizar
la amplitud de los datos proporcionados por (Mizuseki et al., 2014) en el
dominio del tiempo. Adem�as, el an�alisis en el dominio del tiempo permite
interpretar los datos como una serie de tiempo y utilizarla como entrada para
una red neuronal recurrente que aprovecha la relaci�on entre muestras en el
transcurso del tiempo. Esta caracter��stica es de inter�es porque para realizar
la predicci�on de la pr�oxima direcci�on de la cabeza es conveniente revisar no
solo la posici�on actual, sino tambi�en algunas muestras previas que en conjunto
permitan de�nir una tendencia, aclarar la direcci�on movimiento y �nalmente
predecir el siguiente �angulo.

3.2.2 Obtenci�on del �angulo de direcci�on de la cabeza

De forma an�aloga a los LFPs, para obtener el �angulo real al que se dirig��a la
cabeza de la rata en cada instante de tiempo durante el experimento se deben
leer los datos de la posici�on de los LEDs que el animal portaba del archivo
.whl descrito en la secci�on 2.2.3.

Para esto se de�ne la funci�on load anglesdata(�le, degrees) que extraer�a el
par ordenado(x, y) de los dos LEDs, y los guardar�a como n�umeros 
otantes
de 16 bits. La funci�on espera que el archivo a leer tenga los cuatro valores
correspondientes a un instante de tiempo en una sola �la, separados por una
tabulaci�on o el comando de control ASCII nt. De forma que cada �la corres-
ponde la adquisici�on de la posici�on de los LEDs en un momento determinado
y las columnas ser�anx1, y1, x2, y2 en ese orden.
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Para calcular el �angulo con base en las posiciones de los LEDs se utiliza la
siguiente f�ormula trigonom�etrica:

\ HD = arctan
�

y2 � y1

x2 � x1

�
(3.1)

Donde \ HD en la ecuaci�on 3.1 corresponde al �angulo al que se dirige la
cabeza. Sin embargo, los archivos de posiciones podr��an contener valores de
`-1' que indican que no fue posible recuperar apropiadamente la posici�on del
LED. Por lo que estos valores se sustituyen con `NaN' o \Not a Number" en
ingl�es que permite a la funci�on arctan2 de la librer��a Numpy de Python de-
volver tambi�en NaN en caso de que alguno de sus par�ametros sea NaN o el
resultado de la operaci�on en radianes si todos los par�ametros son v�alidos.

Una vez obtenido el �angulo en radianes, se puede decidir mediante el pa-
r�ametro ` degrees' si se quiere retornar el arreglo de �angulos en radianes o en
grados. Si se retorna en grados, estos podr�an tomar valores en rango [0° y
360°[. Finalmente todos los elementos NaN del arreglo de �angulos, se vuelven
a de�nir como `-1' ya que en la etapa siguiente se podr��an agregar intencio-
nalmente valores NaN los cuales se deben distinguir de estos datos err�oneos.

Para efectos de esta investigaci�on, se decide analizar los �angulos en grados
ya que esta unidad permite comprender de una manera m�as intuitiva los datos,
por ejemplo al representarlos en una gr�a�ca. Mientras que, con respecto al
entrenamiento de las redes, resulta indiferente la unidad que se elija pues
ambas son no dimensionados, como se mencionaba en la secci�on 2.4.7

3.2.3 De�nici�on de frecuencia de trabajo

Para entrenar las redes neuronales, al ser algoritmos de aprendizaje supervisa-
do se necesita que cada conjunto de \features" de entrada tenga una etiqueta
con el valor real esperado. De manera que al realizar la predicci�on la red pueda
comparar su predicci�on contra el valor real, calcular el error y propagarlo a
trav�es de todos sus pesos con el �n de ajustarlos para obtener un menor error
en la pr�oxima iteraci�on.

Esta necesidad puede ser abordada de diferentes maneras, dependiendo de
lo que se tome como las entradas de la red. Por ejemplo, se podr��an de�nir
ventanas de tiempo donde se utilicen una determinada cantidad de muestras
de LFP en el tiempo, para predecir un �unico �angulo. De forma que se podr��a
utilizar un conjunto de [ x i ; x i + W S ] muestras de LFP para predecir el �angulo
yi + W S . Donde x i es una muestra de LFP,WS es el tama~no de la ventana o
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la cantidad de muestras a considerar para la predicci�on, yyi + W S el �angulo a
predecir, el cual coincide con la �ultima muestra de entrada.

Dado que las frecuencias de adquisici�on de las se~nales de LFPs no coin-
ciden con la frecuencia de adquisici�on de las posiciones de los LEDs se debe
de�nir apropiadamente las entradas y etiquetas que se alimentar�an a las redes
neuronales. Como la frecuencia de los LFPs es mayor a la de las posiciones, se
puede seguir la estrategia descrita en el p�arrafo anterior. Sin embargo, se es-
tar��a limitando a usar ventanas m�ultiplos de la relaci�on de las frecuencias (en
este caso, m�ultiplos de� 32). Esta condici�on restringe la libertad de de�nir las
entradas y etiquetas de la red, ya que podr��a ser deseable predecir un �angulo
a partir de 100ms de datos de LFPs. Adem�as que no todas las muestras de
LFP tendr�an un �angulo relacionado, solamente cada 32 de ellas.
Es por esta raz�on que se decide buscar una manera de crear un conjunto de
datos en donde los datos de LFPs coincidan uno a uno con los �angulos, con el
�n de que dicho conjunto proporcione 
exibilidad de de�nici�on de las ventanas
de predicci�on.

Diezmado de las se~nales de LFP: \ Downsample "

Una forma de lograr empatar las muestras de LFP con los �angulos es diezmar
los LFPs hasta la frecuencia de los �angulos. Para esto, en la funci�ondownsam-
ple lfps() se utiliz�o decimate de la librer��a scipy.singals la cual aplica un �ltro
anti-aliasing Chebyshev de orden 8 por defecto. El prop�osito de diezmar utili-
zando este �ltro en lugar de solamente botar muestras de la se~nal, es conservar
el espectro en frecuencia de la se~nal lo m�as parecido al original, de manera que
no se pierda o distorsione considerablemente la informaci�on de la se~nal de LFP.

Como el factor de diezmadoq es de 32, o sea, de cada 32 muestras de la
se~nal original se producir�a solamente una se recomienda utilizar la funci�on de
decimate dos veces como lo recomiendan los autores paraq's mayores a 13.
(SciPy, 2021). De forma tal que, la cantidad de muestras originales se diezma
por un factor de 8 y luego ese resultado por un factor de 4: (n=8)=4.

En la �gura 3.7 se encuentran los diagramas de caja de la sesi�on 771, similar
a los de la �gura 3.5 con la diferencia de en este caso se eliminaronP � 1 = 31
muestras de LFPs por canal por cada dato de posici�on para que estas calzaran
uno a uno con las muestras de los �angulos a su frecuencia original de 39.06Hz
mediante le m�etodo de diezmado de la secci�on 3.2.3. Donde P es la raz�on entre
frecuencias calculada en la ecuaci�on 3.2. Al comparar ambas �guras se observa
que la distribuci�on de las muestras se mantiene similar, con la diferencia de que
la �gura 3.7 contiene menos datos y que pas�o por un proceso de diezmado. A
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pesar de esto, la distribuci�on de las muestras diezmadas de LFPs se mantuvo
similar a la se~nal original.

(a) Canales 0-49. (b) Canales 50-98.

Figura 3.7: Diagrama de cajas de los datos de LFP de la sesi�on 771 a 39.06Hz,
frecuencia de adquisici�on de la posici�on de los LEDs en el sujeto.

Relleno de �angulos faltantes: \ Padding "

La otra alternativa es rellenar el arreglo de los �angulos para lograr una relaci�on
uno a uno con las muestras de LFPs y posteriormente interpolarlos de manera
que los datos agregados se ajusten de manera coherente a los �angulos obtenidos
directamente del experimento.
Se implementa entonces la funci�onanglesexpansion(anglesdata, orig rate,
new rate). Esta calcula la raz�on entre la frecuencia nueva y la original, y
lo redondea para obtener un n�umero entero de �angulos a agregar, como se
muestra en la ecuaci�on 3.2.

P =
�

f nueva

f original

�
=

�
1250Hz
39;06Hz

�
= 32 (3.2)

Una vez calculado el \factor de expansi�on"P, se procede a agregarP � 1
valores NaN despu�es de cada dato del arreglo de �angulos. Precisamente por
este paso es que anteriormente en la secci�on 3.2.2 se marcaron los �angulos
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inv�alidos con -1, para no ser confundidos con estos datos de relleno.

3.2.4 Adici�on de Etiquetas

Una vez igualadas la cantidad de muestras de LFP con la cantidad de �an-
gulos, ya sea pordownsampling de LFPs o padding de �angulos se procede
combinar ambos arreglos en uno bidimensional donde cada �la corresponde a
un instante de tiempo. Por su parte, las columnas corresponden a los canales
de adquisici�on de se~nales LFP a excepci�on de la �ultima columna la cual con-
tiene el �angulo al cual se dirig��a la cabeza del animal en ese instante de tiempo.

Se de�ne la funci�on add labels(lfps, angles, roundlabels, start, o�set) . Si el
par�ametro round labels es falso, simplemente se concatenaran ambos arreglos
de datos. Caso contrario, se propone redondear los �angulos a n�umeros enteros
de�nidos por start y o�set . Por ejemplo, si se utiliza start = 10 y o�set =
40, los �angulos tomar�an los valores m�as cercanos en el conjuntof 10°, 50°, 90°,
130°, 170°, 210°, 250°, 290°, 330°g. La resoluci�on del o�set es 1°.
La idea de proporcionar esta opci�on es que los �angulos calculados son valores

otantes de muchos decimales de resoluci�on, y por ende puede resultar casi
imposible que la predicci�on de las redes neuronales coincida sin error al valor
real. Al redondear los �angulos, aunque sea a n�umeros enteros se reduce la
cantidad de posibles valores que se podr��an predecir de pr�acticamente in�nitos
a solamente 360.

3.2.5 Limpieza del banco de datos

En este paso se procede a eliminar los datos inv�alidos del conjunto de datos.
Era conveniente tener tanto los datos de LFPs como de �angulos en el mismo
arreglo bidimensional pues entonces se puede eliminar �las completas al iden-
ti�car que el �angulo de dicha �la es inv�alido.

Con este prop�osito se implementa la funci�on clean invalid positional( labe-
led dataset, is padded). Primeramente, se identi�can todos los ��ndices en donde
el valor del �angulo sea -1. Si los datos recibidos tienen �angulos expandidos,
tambi�en se consideran como inv�alidos los NaNs a~nadidos inmediatamente des-
pu�es de cada -1. Por otro lado, si se trabaja con datos en donde se decim�o las
se~nales de LFP, se toman como inv�alidos �unicamente las �las con �angulo igual
a -1.
Seguidamente, se busca d�onde comienza y termina cada `discontinuidad' o
conjunto de datos inv�alidos recorriendo el arreglo de ��ndices inv�alidos. Si se
cumple la condici�on de la ecuaci�on 3.3 quiere decir que en el ��ndicei del arre-
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glo de ��ndices inv�alidos A[] est�a comenzando una nueva discontinuidad y en
A[i-1] est�a terminando la discontinuidad anterior.

A[i ] � 1 6= A[i � 1] (3.3)

Ahora, esta funci�on no devuelve un solo arreglo sin discontinuidades de
adquisici�on de posiciones. Si existen n discontinuidades en medio de �angulos
v�alidos, devolver�a n+1 arreglos con los subconjuntos de �angulos continuos y
v�alidos. La raz�on detr�as es mantener la continuidad de las mediciones, ya que
si solamente se eliminan las �las con -1 como �angulo, se estar��a cortando peda-
zos del experimento y uniendo los pedazos restantes como si fueran continuos,
produciendo predicciones basadas en secuencias falsas de datos. Al dividir el
conjunto original de datos en subconjuntos de datos v�alidos y continuos, se
logra mantener les secuencias reales del experimento eliminando efectivamente
los instantes de tiempo donde hubo problemas en la adquisici�on de la posici�on
de los LEDs.

Cuando ya se tienen los ��ndices donde comienzan y donde terminan las
discontinuidades, se de�nir�an como subconjuntos v�alidos los que est�en bajo
alguna de los siguientes casos:

1. Si el ��ndice donde comienza la primer discontinuidad no es cero, quiere
decir que la grabaci�on de la sesi�on comienza con datos v�alidos. Por lo
tanto se tomara como primer subconjunto v�alido desde el comienzo de los
datos de la sesi�on hasta el primer ��ndice de comienzo de discontinuidades.

2. Si el ��ndice donde termina la �ultima discontinuidad no es el �ultimo ��ndice
del arreglo original de datos, quiere decir que la grabaci�on de la sesi�on
termina con datos v�alidos. Por lo tanto se tomara como �ultimo sub-
conjunto v�alido desde un elemento despu�es de donde termina la �ultima
discontinuidad hasta el �nal de los datos de la sesi�on.

3. El resto de subconjuntos v�alidos se tomaran desde el ��ndice donde termi-
na la discontinuidad x hasta un elemento antes del ��ndice donde comienza
la discontinuidad x + 1.

Finalmente, no son deseables subconjuntos que queden con muy pocas
muestras, por lo que se eliminar�an aquellos que tengan menos de 32. Esto
debido a que para el caso en que se agregaron �angulos de m�as, en la etapa de
interpolaci�on se necesitar�a al menos 2 �angulos reales para interpolar en medio
de ellos, si se tienen menos de 32 muestras entonces ser��a solamente 1 �angulo
real con 31 NaNs.
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La creaci�on de estos subconjuntos no disminuye el tama~no total del ban-
co de datos limpios a utilizar, solamente lo divide. De igual forma, como se
detallar�a posteriormente, se crear�an ventanas una cantidad determinada de
muestras para la predicci�on de los �angulos. As�� que, se podr��an tomar venta-
nas de todos los subconjuntos de datos entregados en esta etapa, manteniendo
la continuidad de las ventanas y asegurando datos limpios. De todas formas, a
la hora de entrenar las redes neuronales es recomendado barajar las ventanas
creadas para mejorar la probabilidad de que el algoritmo obtenga ejemplos
de todo el conjunto de datos destinado a entrenamiento y en cualquier orden,
reforzando la independencia entre ventanas.

3.2.6 Interpolaciones

Dependiendo del m�etodo utilizado para obtener un conjunto de datos de LFPs
del mismo tama~no que el de �angulos descritos en la secci�on 3.2.3, puede ser
necesaria una etapa de interpolaci�on. En la secci�on anteriormente mencionada
se describi�o el proceso de \downsampling" el cual reduc��a la cantidad de mues-
tras de una se~nal en un factor de diezmadoq mediante un �ltro anti-aliasing
que mantuviera el espectro en frecuencia de la se~nal diezmada lo m�as similar
a la original. El proceso opuesto es conocido comoupsampling y consiste en 2
pasos: La expansi�on de los datos con ceros opadding, y la interpolaci�on de los
datos para cambiar los ceros agregados por valores que contin�uen la tendencia
de los datos originales (Oppenheim y Schafer, 2009).
Si se decide rellenar los �angulos en lugar de reducir las se~nales de LFP entonces
se debe adem�as interpolar apropiadamente para que se mantenga la tenden-
cia de los datos originales. As�� que la funci�on interpolate angles(anglesdata,
method) permite aplicar cualquier interpolaci�on que la funci�on interpolate de
la clase Series de la librer��a Pandas. Entre las opciones de m�etodos de inter-
polaci�on est�an: lineal, cuadr�atica, c�ubica, polinomial entre varias otras.

Rotaciones con cruce por 0 °

Sin embargo, todas estas interpolaciones anteriores presentan un problema
cuando el animal rote m�as all�a de los 360° o a menos de 0°. Esto debido a
que, por ejemplo en una interpolaci�on lineal como la de la �gura 3.8 si se
desea interpolar un solo valor a la mitad de 350° y 30° el resultado ser��a
190°. Mientras que de acuerdo a la frecuencia de muestreo de las posiciones
de los LEDs y la velocidad a la que una rata es capaz de girar su cabeza o
su cuerpo completo, es m�as probable que la interpolaci�on deba resultar en
20°, que corresponder��a a la mitad del recorrido en sentido anti-horario en un
c��rculo.
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Figura 3.8: �Angulos de la sesi�on 771 a 39.06Hz.

Figura 3.9: Interpolaci�on Lineal de �Angulos de la sesi�on 771 con rotaciones
con cruce por 0°.

En la �gura 3.9 la cual corresponde a peque~na secci�on de la grabaci�on
771 se observan m�as claramente algunos cruces por 0°. Tambi�en se aprecia c�o-
mo la interpolaci�on lineal coloca muestras a trav�es del arco m�as grande entre
los �angulos, dibujando as�� las lineas punteadas verticales que, conociendo el
comportamiento natural del sujeto, es muy poco probable que realmente esta
interpolaci�on re
eje el movimiento real grabado.

Para evitar este inconveniente, se podr��an dividir el conjunto de datos en
ventanas de tiempo que funcionar��an como entrada a los algoritmos de entre-



3.2. Preparaci�on de los datos y extracci�on de caracter��sticas 59

namiento e identi�car aquellas que contengan cruces por 0° y eliminarlos del
conjunto de datos.

No obstante, estas rotaciones son movimientos naturales y por lo tanto
deben de ser esperadas y analizadas adecuadamente por los algoritmos de
predicci�on a implementar. Por esta raz�on se procede a evaluar un algoritmo
distinto que permita interpolar �angulos buscando la menor distancia entre
ellos. Contemplando la posibilidad de que la menor distancia de la interpola-
ci�on sea cruzando por 0°.

Interpolaci�on en el �angulo m�as corto

Con el �n de interpolar los �angulos de la direcci�on de la cabeza de los suje-
tos de forma que se ajuste a la naturaleza del movimiento se consideran las
siguientes f�ormulas para encontrar el �angulo m�as corto entre dos �angulos de
una circunferencia.

S = (( x1 � x0 + 180) mod 360) � 180 (3.4)

x2 = ( x0 + S � t) mod 360 (3.5)

La ecuaci�on 3.4 encuentra el �angulo m�as cortoS entre un �angulo de comien-
zo x0 y un �angulo �nal x1. Mientras que la ecuaci�on 3.5 encuentra el �angulo
interpolado x2 sum�andole el �angulo m�as corto multiplicado por un factor de
posici�on t al �angulo de comienzo. Ambas ecuaciones utilizan la operaci�on de
m�odulo de�nida por la ecuaci�on (Python, 2017):

r = a %n = a mod n = a � n
j a

n

k
(3.6)

Donde r es el residuo dea dividido entre n. N�otese que en la ecuaci�on 3.6
producir�a un residuo que siempre ser�a del mismo signo al divisor. Por ejemplo,
la ecuaci�on 3.7 detalla el c�alculo de � 10 %3 = 2:

r = � 10� 3
�

� 10
3

�
= � 10� 3�b� 3:3c = � 10� 3� (� 4) = � 10+12 = 2 (3.7)

Es necesario aplicar la operaci�on de modulo en ambas ecuaciones 3.4 y 3.5
para asegurar que el �angulo resultante est�e dentro del rango [0°, 360°[.

Una vez implementada la funci�on shortest angle interpolation(start, end,
amount) para interpolar entre dos �angulos aplicando las ecuaciones 3.4 y 3.5,
se procede a aplicarla en el conjunto de datos completo para rellenar apropia-
damente los valores agregados en el paso depadding de los �angulos originales.
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Asimismo, la funci�on vectorized sai(anglesdata) recorre el conjunto de da-
tos buscando datos de �angulos v�alidos para usar como el �angulo de comienzo.
Seguidamente se cuentan los elementos NaN hasta encontrar el siguiente va-
lor de �angulo v�alido, el cual ser��a el �angulo �nal de una interpolaci�on y de
comienzo para la siguiente. Conocidos el �angulo de comienzo y �nal, as�� como
la cantidad de valores a interpolar entre ellos se procede a calcular el factort
para cada dato de relleno:

t =
i

totaldeNaNs + 1
(3.8)

Donde i de la ecuaci�on 3.8 es la muestra de relleno i-�esima despu�es del
�angulo de comienzo, comenzando en uno. Este se divide entre la cantidad
total de muestras a interpolar entre los dos �angulos reales encontrados, m�as
uno. En el caso de que solo haya un dato por interpolar entoncest ser��a igual
a 1

1+1 = 0 ;5.

Figura 3.10: Interpolaci�on Lineal de �Angulos de la sesi�on 771.
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Figura 3.11: Interpolaci�on por �angulo m�as corto de �Angulos de la sesi�on 771.

Se puede comparar la �gura 3.11 de una interpolaci�on que utiliza el arco
m�as corto entre dos �angulos contra la �gura 3.10 que utiliz�o una interpolaci�on
lineal. Ambas interpolaciones producen resultados pr�acticamente iguales en la
mayor��a de los datos de �angulos. La gran diferencia reside en que la interpola-
ci�on por el arco m�as corto interpola mejor los datos de los �angulos que cruzan
por 0°, eliminado las lineas verticales de datos interpolados err�oneos.

La implementaci�on de la funci�on que aplica la interpolaci�on del �angulo
m�as corto en un conjunto de datos podr��a ser optimizada o al menos restringi-
da a interpolaciones de 31 datos entre muestras v�alidas dada la ecuaci�on 3.2.
Sin embargo, se de�ne como se describi�o interiormente para generalizar ante
cualquier raz�on entre frecuencias, o sea, que sea capaz de interpolar cualquier
cantidad de datos entre �angulos v�alidos, a�un si dicha cantidad es variable.

Finalmente, el m�etodo de interpolaci�on resulta pr�acticamente indiferente
debido a que la frecuencia de muestreo de las posiciones de los LEDs con la
que se calculan los �angulos es mucho m�as veloz que el movimiento del animal.
Revisando los n�umeros, la frecuencia de muestro de las posiciones de los LEDs
es def LEDS = 39;06Hz, lo que quiere decir que el tiempo entre muestras es
de 25.6ms. Esta velocidad es su�ciente para considerar que el cambio entre un
�angulo y el siguiente inmediato es despreciable. M�as aun contemplando que se
interpolan 31 muestras entre cada dos �angulos reales.
No obstante, para asegurar una interpolaci�on adecuada sin importar las fre-
cuencias en cuesti�on, se opta por utilizar la que considera el �angulo m�as corto,
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que como se mencion�o anteriormente se aproxima m�as al comportamiento na-
tural del movimiento del animal.

3.2.7 Divisi�on de los datos

Ya que en el paso de limpieza de los datos descrita en la secci�on 3.2.5 los
datos de la sesi�on fueron separados en subconjuntos de datos ininterrumpidos
en el tiempo, se tom�o �unicamente el subconjunto m�as grande, o sea, el de
mayor duraci�on para entrenar las redes neuronales. Este se divide entonces en
3 partes de tama~nos distintos que se utilizar�an como se acostumbra en general
en aprendizaje autom�atico seg�un (Vasilev et al., 2019):

ˆ Entrenamiento (70 %): Como su nombre lo indica se utiliza para en-
trenar la redes neuronales.

ˆ Validaci�on (20 %): Se usa para evaluar la exactitud del algoritmo en un
conjunto de datos desconocido. Este se le proporciona a la red una vez
que fue entrenada por un determinado tiempo para medir su desempe~no.
Si el resultado no es satisfactorio, se pueden modi�car los hiperpar�ame-
tros del algoritmo y repetir el proceso. Al comparar el desempe~no del
algoritmo ante este conjunto y el de entrenamiento se puede identi�car
si hubo por ejemploover�tting , fen�omeno que se da cuando se tiene un
muy buen desempe~no en los datos de entrenamiento pero no as�� en los
de validaci�on.

ˆ Prueba (10 %): Se utiliza solo una vez al �nal del proceso. Al igual que
el de validaci�on, este conjunto es desconocido para la red, ya que no
fue utilizado en su entrenamiento. La diferencia reside en que al ajustar
los hiperpar�ametros para lograr un mejor desempe~no en la validaci�on
entre iteraciones de entrenamiento, se est�a sesgando el algoritmo para
favorecer el resultado en el conjunto de validaci�on y podr��a dejar de re-
presentar un desempe~no con�able. Al medirlo adem�as contra el conjunto
de prueba, se intenta obtener un resultado lo m�as objetivo posible.

Se debe recordar que se platea el entrenamiento de algoritmos de apren-
dizaje supervisado, por lo que todos los conjuntos deben contener no solo las
entradas a la red, sino adem�as las etiquetas o valores esperados y reales de la
predicci�on.

Los porcentajes de cada conjunto, aunque comunes, fueron escogidos si-
guiendo del ejemplo de la librer��a (Tensor
ow, 2021) el cual trata sobre predic-
ci�on de caracter��sticas de un conjunto de datos de clima. Este recomienda la
divisi�on de los datos sin mezclarlos previamente por las siguientes dos razones:
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1. Asegura que sigue siendo posible cortar los datos en ventanas tiempo de
muestras consecutivas.

2. Asegura que los resultados de validaci�on y prueba son m�as reales, con-
siderando que estos dos conjuntos pudieron ser tomados posterior al
entrenamiento de los modelos.

Ambos motivos son aplicables a la presente investigaci�on pues tambi�en se
trabaja sobre datos de series de tiempo.

3.2.8 Separaci�on por ventanas de tiempo

En el an�alisis de series de tiempo se suele utilizar la muestra actual y varias
muestras anteriores con el �n de aprovechar sus caracter��sticas de tendencia y
estacionalidad. Una sola muestra de LFPs podr��a no ser su�ciente para deter-
minar el �angulo al cual se dirige el animal, pero si se utilizan varias muestras
se proporciona un contexto. Adicionalmente, dado que la activaci�on de las
neuronas es mucho m�as veloz que el movimiento f��sico del sujeto, se tendr�an
m�ultiples datos de LFPs para el mismo �angulo a predecir.

Un camino es el seguido por (Islam et al., 2017) que promediaba la venta-
na para obtener un �unico valor y utilizarlo para la clasi�caci�on. Sin embargo,
al intentar aplicar estrategia en el presente problema no ser��a muy claro cu�al
�angulo deber��a predecirse; si el primero de la ventana, el �ultimo, cualquier otro
posici�on, o de igual forma el promedio de los �angulos en la misma ventana de
tiempo.
Este paso entonces, consiste en tomarn cantidad de datos consecutivos de
LFP, de uno o m�ultiples canales, y utilizarlos como entrada a las redes neu-
ronales para predecir el �angulo del instante de tiempo de la muestra de la
ventana.

Aunque la preparaci�on de las ventanas de tiempo podr��a hacerse de dis-
tintas formas, se decide utilizar una que aprovechara al m�aximo los datos.
Por ejemplo, tomar una primer ventana desde la muestra 0 hasta la muestra
n-1, la segunda ventana desde el daton hasta el 2n -1 y as�� sucesivamente
siendon la cantidad de muestras por ventana.
Otra alternativa, y la cual es la que se escoge, es que la primer ventana se
mantenga igual, pero la segunda vaya desde el dato 1 hasta el daton, la tercer
desde la muestra 2 hasta la muestran+1 y as�� sucesivamente.
La diferencia es que la creaci�on de ventanas no depende solamente del pa-
r�ametro del tama~no de la ventana n sino tambi�en de un segundo par�ametro
que indique el desface entre una ventana y otra. En el primer caso se tendr��a
un desface del mismo valor que el tama~no de la ventana, mientras que en el
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segundo se utiliza un desface igual a 1. En ese segundo escenario se podr��an
proporcionar m�as ejemplos de entrenamiento a la red, pues todas las ventanas
seguir��an siendo diferentes y se utilizar��an todos los �angulos disponibles como
las etiquetas o valores esperados de las predicciones.

De forma que se implementa la funci�onchannels to windows(series, chan-
nel, window size, batchsize, shu�e bu�er, o�set) . Esta toma un conjunto de
datos y un canal espec���co del cual se extraer�an la ventanas, por lo quese
procede a entrenar la red con la informaci�on de un solo canal y no de
m�ultiples electrodos. Los datos de este canal se separan en ventanas de un ta-
ma~no y un desface tambi�en obtenidos como argumentos, siendo 1 el valor por
defecto del desface. En determinado caso en que la combinaci�on del tama~no
total de conjunto de datos, el de la venta y el desface escogido provoquen que
\sobren" muestras, ya que no ser��an su�cientes para crear una �ultima ventana,
estas se desechar��an.
Despu�es se revuelve el orden de las ventanas y se agrupan estas ventanas re-
vueltas en batchespara agilizar el proceso de entrenamiento.
Se provee adicionalmente una funci�onaverageangles(angles, windowsize) en
caso de que en lugar de utilizarse el �ultimo �angulo de la ventana como valor a
predecir, se desee utilizar el promedio de los �angulos en dicha ventana.

Finalmente, a la redes neuronales se les proporciona como entrada dos
arreglos de la forma (cantidad de ventanas por batch, cantidad de muestras
por ventana, cantidad de canales):

ˆ El arreglo de entrada con losfeatures que en este caso son las ventanas de
tiempo de la se~nal de LFPs de un solo canal. Para una forma por ejemplo
de (32, 1250, 1), se tendr��an 32 ventanas porbatch, 1250 muestras por
ventana de un solo canal.
Por lo que se tendr��an ventanas de 1250� 1

1250Hz = 1s.

ˆ El arreglo con las etiquetas. En este caso los �angulos de referencia con
los cuales compara la predicci�on. Para el ejemplo anterior, con esa forma
de entradas se tendr��a una forma en las etiquetas de (32, 1, 1) ya que se
predice 1 solo �angulo por ventana, con 32 ventanas porbatch.

Esta composici�on de entradas es la que los modelos elaborados en la librer��a
que se utilizar�a para crear y entrenar las redes neuronales reciben por defecto.
De manera que al prepararlos de esta forma est�andar, se asegura que las redes
est�an siendo alimentadas de manera apropiada.
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3.3 Implementaci�on de las redes neuronales

Como el principal objetivo del presente trabajo es una investigaci�on y no la
creaci�on de nuevas herramientas, se opta por utilizar recursos de software
que faciliten el desarrollo del proyecto. Desde la preparaci�on de los datos,
dise~no y entrenamiento de modelos de redes neuronales para la predicci�on; y
la conducci�on de las pruebas de rendimiento y obtenci�on de resultados. Por
este motivo se recurre a las librer��as de inteligencia arti�cial y aprendizaje
autom�atico de Google: TensorFlow y Keras para la creaci�on de las NN, su
entrenamiento y obtenci�on de m�etricas de rendimiento.
Particularmente, se basa esta parte del proyecto en el ejemplo ya mencionado
(Tensor
ow, 2021) que predice factores clim�aticos a partir de series de tiempo
de las caracter��sticas del clima en cuesti�on.
Entre las principales ventajas de la utilizar estas librer��as es que asegura que
los modelos utilizados han sido validados y depurados, de manera que permite
al desarrollador concentrarse en el problema de la investigaci�on como tal.
Aunque facilita considerablemente la etapa de modelado y entrenamiento de
las redes, es necesario asegurar que se utilizan los recursos API en bene�cio
de la soluci�on del problema, teniendo el conocimiento del algoritmo que la
librer��a abstrae.

3.3.1 Red Neuronal Cl�asica

El primero de los modelos que se implementa para obtener la predicci�on es
una red neuronal convencional de capas prealimentadas de perceptrones como
nodos densamente conectados. La estructura de capas de esta red es de la
siguiente forma:

1. Primeramente se pasa por una capa que \aplana" los datos de la forma
(muestras, canales) a (muestras*canales), reduciendo de una matriz a un
vector de datos. Esto debido a que se utilizan ventanas de tiempo como
entrada en lugar de un solo conjunto de muestras del mismo instante de
tiempo.

2. Una capa de entrada que recibe el vector anterior.

3. Una capa opcional de regularizaci�on

4. Capas escondidas, cuya cantidad de capas depende del usuario.

5. Otra capa opcional de regularizaci�on

6. Capa de salida con una sola neurona con activaci�on lineal que entregar�a
el resultado �nal de la predicci�on del �angulo.
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7. Una capa que restaura la forma original de las entradas.

Tanto la capa de entrada como las capas escondidas son densamente co-
nectadas y con activaci�on ReLU y contienen la misma cantidad de neuronas
por capa.

La funci�on de�nida MLP(layers, units per layer, dropout) permite de�nir
cu�antas capas escondidas tendr�a la red y cuantas neuronas habr�an en las capas
de entrada y escondidas (recordando que la capa �nal tiene solo una neurona).
Las capas opcionales de regularizaci�on son de tipodropout.

Cabe resaltar que se debe utilizar como activaci�on en la neurona de la
�ultima capa una funci�on lineal en lugar de una no lineal como ReLU pues lo
que se busca es el valor de un �angulo en el rango de 0 a 360 grados y no una
clasi�caci�on binaria.

3.3.2 Red Neuronal Convolucional

La red neuronal convolucional propuesta es bastante sencilla. Simplemente
contiene:

1. Una capa convolucional de una dimensi�on (Conv1D de la librer��a Keras)
que recibe m�ultiples instantes de tiempo por cadafeature, que en este ca-
so se trata comofeature el canal seleccionado. Esta tiene una activaci�on
ReLU.

2. Una capa densamente conectada con activaci�on ReLU

3. Una capa opcional de regularizaci�on pordropout y

4. La capa de salida que tiene una �unica neurona con activaci�on lineal.

En la funci�on CNN(inputs, units per layer) la cantidad de salidas de la
capa convolucional debe coincidir con la cantidad de neuronas en la capa del
medio (densa), este n�umero es proporcionado por el usuario como argumento
de la funci�on.
Adem�as, se especi�ca el tama~no delkernel a aplicar en la convoluci�on. Se
toma como tama~no del kernel, el mismo tama~no de la ventana de LFPs que
se utilizar�a para predecir el �angulo, pues esta capa debe producir un solo
resultado por convoluci�on, que ser�a uno del total de resultados que tiene que
entregar a la siguiente capa. En caso de no hacerlo as��, la siguiente capa deber��a
ser otra convolucional hasta producir un solo valor que se entregue a una capa
densamente conectada, tal como se muestra en la �gura 2.15 del cap��tulo 2.
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3.3.3 Red Neuronal Recurrente: LSTM

La tercer red neuronal que se plantea utilizar para la predicci�on del �angu-
lo es una LSTM. Al igual que las otras redes, para implementarla se uti-
liza el modelo ya preparado en la librer��a de Keras. Por lo que la funci�on
LSTM(units per layer) simplemente contiene el modelo de capas secuenciales
con una capa de entrada LSTM con la cantidad de neuronas especi�cada por
el usuario, y la capa �nal de una sola neurona con activaci�on lineal para la
salida de la predicci�on.
Las activaciones de la capa LSTM son las convencionales, descritas en el dia-
grama de la �gura 2.17. Adem�as, se le pasa el par�ametro de regularizaci�on por
dropout entre capas.

3.3.4 Entrenamiento de las redes

Se crea la funci�oncompile and �t(model, train, val, epochs, patience) que per-
mite entrenar un determinado modelo de entre los 3 anteriores. Esta recibe
adem�as, el conjunto de datos de entrenamiento y de validaci�on y la cantidad
de �epocas que se entrenar�a la red.
La red por defecto se entrenar�a usando el Error Cuadr�atico Medio (MSE) como
funci�on de costo y el Error Absoluto Medio (MAE) como m�etrica de evaluaci�on
del desempe~no. Sin embargo estos podr��an ser parametrizados, principalmente
la funci�on de costo, con el objetivo de probar si con diferentes funciones se
acelera el proceso de entrenamiento o se mejora su desempe~no. Una buena
alternativa de funci�on de costo para este problema que tiene entradas no di-
mensionadas es la funci�on de error MAPE.
Por �ultimo, en caso de que no se detecte mejora considerable en el error del
conjunto de validaci�on entre una cantidad determinada de �epocas se detendr�a
prematuramente el entrenamiento, a esto se le conoce comoearly stopping. La
cantidad de �epocas que comparar�a para revisar si hubo mejor��a est�a dado por
el �ultimo par�ametro de esta funci�on.

3.3.5 Ambiente de pruebas

El dise~no de soluciones de inteligencia arti�cial suele ser un proceso iterativo
de prueba y error. En este se van ajustando los distintos hiperpar�ametros de
preparaci�on de datos de entrada y de entrenamiento de las redes neuronales
en b�usqueda de un mejor desempe~no de los algoritmos en la clasi�caci�on o
predicci�on seg�un se requiera. Si no se maneja con detalle, es f�acil olvidar una
combinaci�on de par�ametros que proporcion�o un buen resultado y de la cual
valdr��a la pena basarse para continuar ajustando. Por esta raz�on resulta muy
conveniente contar con una infraestructura de software 
exible que permita
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parametrizar estos procesos y documentar los resultados para un an�alisis pos-
terior.

De manera que, para facilitar la ejecuci�on de las pruebas, se decide crear
un ambiente que permita:

ˆ Parametrizar la generaci�on de los conjuntos de datos a utilizar, as�� como
el entrenamiento de las redes neuronales.

ˆ Documentar los pasos seguidos en la ejecuci�on de cada prueba, como
tambi�en los resultados relevantes de esta. Entre los resultados se podr��an
incluir gr�a�cas, valores de rendimiento de las redes y dem�as.

ˆ Guardar los conjuntos de datos de entrada generados con los par�ame-
tros especi�cados. Y por ende, capacidad de cargar y utilizar f�acilmente
dichos archivos.

ˆ Documentar las versiones de las dependencias utilizadas y requeridas
para la utilizaci�on de librer��a y scripts de pruebas.

Dicho ambiente, en conjunto con la librer��a de preprocesamiento y de crea-
ci�on y entrenamiento de redes neuronales descritas en este cap��tulo (3) confor-
man la infraestructura de software creada para el desarrollo de este proyecto
y para la obtenci�on de los resultados que se discutir�a en el siguiente cap��tulo
(4).



4 An�alisis de Resultados

4.1 Preparaci�on de datos de entrada

Siguiendo los mismos pasos descritos en la secci�on 3.2, se ir�an mostrando los
resultados obtenidos en las diferentes etapas, discutiendo las variaciones m�as
relevantes en cada una.

4.1.1 Lectura de los LFPs

Despu�es de leer las se~nales de LFP del archivo, se gra�can los canales 0 y 97
para las sesiones 771 y 765 (�guras 4.1 y 4.2 respectivamente):

Figura 4.1: Gr�a�ca de las se~nales de LFP de los canales 0 y 97 de la sesi�on
771 a su frecuencia original (1250Hz).
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Figura 4.2: Gr�a�ca de las se~nales de LFP de los canales 0 y 97 de la sesi�on
771 a su frecuencia original (1250Hz).

De las �guras 4.1 y 4.2 se con�rma el da~no de la �ultima sonda usada en la
grabaci�on de los LFP al observar el canal 97. Como se re
ejaba en la �gura
3.5b los canales 96, 97 y 98 tienen datos inv�alidos que se excluyen del an�alisis.

Por otro lado, como la frecuencia de muestreo era muy alta (1250Hz) y
los sesiones tardaban varios minutos, en las im�agenes anteriores no se detalla
apropiadamente la din�amica de los LFPs.
Para el caso de la sesi�on 771 la cual de acuerdo a la tabla 3.2 tiene una
duraci�on de � 46min se obtuvo 3514368 muestras por cada uno de los 99
canales. Mientras que para la sesi�on 765 de� 47min se cargaron 3433472
muestras por canal, poco menos que la sesi�on 765. Por esta raz�on se gra�can
en las �guras 4.3 y 4.4 los primeros 10 segundos de un canal de cada sesi�on
para tener una visi�on m�as detallada de la variaci�on de los LFPs en el tiempo:
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